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RESUMO 

 

Consumo de energia e eficiência energética são tópicos que têm atraído a atenção 

dos pesquisadores nos últimos anos, a fim de buscar soluções científicas e 

tecnológicas para a produção de energia e redução de custos. Uma das alternativas 

que têm obtido resultados satisfatórios é o uso de tecnologias baseadas em Internet 

das Coisas (Internet of Things, IoT) e Aprendizagem Profunda (AP). Com base nisso, 

propõe-se avaliar o desempenho de Redes Neurais Profundas (RNPs) Long Short-

Term Memory (LSTM) e LSTM Bidirecional (BiLSTM) para predição de Séries 

Temporais (STs) univariadas de consumo de energia elétrica. Para este objetivo foi 

utilizada a validação cruzada para Séries Temporais (VC-ST). Os resultados 

indicaram que os modelos LSTM obtiveram uma tendência de melhor desempenho 

em comparação com os algoritmos Extreme Gradient Boost (XGBoost) e Random 

Forest (RF) e que por sua vez os modelos BiLSTM obtiveram melhor desempenho 

que os modelos LSTM, com diferença estatisticamente significativa de acordo com os 

testes de Friedman (p = 0,0455) considerando quatro datasets. Desse modo, 

corroboram-se os resultados experimentais comparativos e análises estatísticas que 

a AP pode ser utilizada para predição obtendo melhores resultados e que apesar de 

ter um tempo maior de treinamento, a BiLSTM foi estatisticamente superior a LSTM. 

Por fim, pode-se destacar que uma das principais vantagens da predição é a 

possibilidade de, a partir da integração da AP com IoT, traçar estratégias eficazes de 

curto, médio e longo prazo, para promover soluções apropriadas para cada situação. 

 

Palavras-Chave: Aprendizagem Profunda. Internet das Coisas. Redes Neurais 

Profundas. Séries Temporais. Consumo de Energia Elétrica.    

 

 

 

 

 

 

 

 



 
 

ABSTRACT 

 

Energy consumption and energy efficiency are topics that have attracted the attention 

of researchers in recent years, in order to seek scientific and technological solutions 

for energy production and cost reduction. One of the alternatives that have obtained 

satisfactory results is the use of technologies based on Internet of Things (IoT) and 

Deep Learning (DL). Based on this, it is proposed to evaluate the performance of Long 

Short-Term Memory (LSTM) and Bidirectional LSTM (BiLSTM) Deep Neural Networks 

(DNNs) for the prediction of univariate Time Series (STs) of electricity consumption. 

Cross-validation for Time Series (CV-TS) was used for this purpose. The results 

indicated that the LSTM models tended to perform better in comparison with the 

Extreme Gradient Boost (XGBoost) and Random Forest (RF) algorithms, and that in 

turn the BiLSTM models performed better than the LSTM models, with a statistically 

significant difference according to Friedman's tests (p = 0.0455) considering four 

datasets. Thus, the comparative experimental results and statistical analyses 

corroborate that AP can be used for prediction obtaining better results, and that despite 

having a longer training time, BiLSTM was statistically superior to LSTM. Finally, it can 

be emphasized that one of the main advantages of prediction is the possibility, based 

on the integration of DL with IoT systems, to design effective short, medium and long 

term strategies to promote appropriate solutions for each situation. 

 

Keywords: Deep Learning. Internet of Things. Deep Neural Networks. Time Series. 

Electricity Consumption. 
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CAPÍTULO 1 

 

1 INTRODUÇÃO 

 

A energia elétrica tem grande importância para a vida das pessoas, empresas, 

instituições e está diretamente ligada ao desenvolvimento dos países. Nos dias atuais, 

é indiscutível a extrema dependência deste recurso, uma vez que o desempenho de 

diversas atividades econômicas e o bem-estar social estão diretamente ligados ao 

consumo de energia elétrica. Porém, a conquista de uma boa qualidade de vida não 

deve comprometer a integridade do planeta, no sentido de manter tanto a comodidade 

social adquirida quanto minimizar os danos aos recursos naturais, valendo-se de 

ações que promovam a eficiência energética, tornando perfeitamente viável obter a 

economia de energia sem reduzir o conforto, o bem-estar e a segurança da 

comunidade envolvida no processo. 

Para Irrek e Thomas (2008), uma importante definição de eficiência energética 

surgiu a partir de um debate realizado no Wuppertal Institut1, onde a mesma foi 

definida como a relação entre o benefício obtido e a energia utilizada, ou seja, a 

eficiência energética será maior quando, para uma mesma quantidade de energia 

tivermos mais benefícios, ou ainda, se pudermos desempenhar a mesma atividade 

com menor consumo de energia. No mesmo sentido, Gardner e Stern (2002), apontam 

que esse conceito refere-se a adoção de uma tecnologia específica que visa reduzir 

o consumo de energia sem alterar o comportamento em causa. Conforme a ISO 50001 

(2011), é a relação quantitativa entre uma saída de desempenho, serviços, 

mercadorias ou energia e uma entrada de energia. 

Outro problema relacionado a energia elétrica que também demanda o uso de 

tecnologias e predição são os surtos elétricos, que de acordo com a fabricante de DPS 

CLAMPER2, trata-se de uma onda transitória de tensão, corrente ou potência 

caracterizada por uma elevada taxa de variação durante um período muito curto de 

tempo. Leite e Leite (2011), destacam que os surtos elétricos podem ocorrer em 

qualquer modalidade de sistema elétrico, seja pela queda de raios ou por possíveis 

manobras de rede determinadas pelas concessionárias de fornecimento de energia 

                                                           
1 https://wupperinst.org/ 
2 https://clamper.com.br/ 
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elétrica, e até mesmo dentro da própria rede local devido ao uso de motores como por 

exemplo da máquina de lavar roupas. Segundo dados do Grupo de Eletricidade 

Atmosférica3, as descargas atmosféricas de raios, causam um prejuízo de cerca US$1 

bilhão anual à economia brasileira, tanto para o setor elétrico, que acumula as maiores 

perdas, quanto os setores de seguro, eletroeletrônicos, construção civil, aviação, 

agricultura, dentre outros. 

Para se ter uma ideia da abrangência e importância do tema, de acordo com a 

Empresa Brasileira de Pesquisa Energética (EPE)4, em sua publicação sobre o 

balanço energético nacional até 2020, os edifícios industriais, comerciais, residenciais 

e públicos foram as principais demandas de energia elétrica do país, sendo 

responsáveis por o consumo de cerca de 79,4% do total de energia consumida no 

país (EPE, 2020). Outro fator que deve ser observado é o desperdício, pois de acordo 

com uma pesquisa realizada pela Associação Brasileira das Empresas de Serviços 

de Conservação de Energia (ABESCO) em 2018, somente nos últimos três anos 

foram desperdiçados cerca de R$52,17 bilhões de Reais em energia elétrica, que 

equivalem a metade da produção de energia elétrica de Hidrelétrica de Itaipu no 

mesmo período (ABESCO, 2018). 

Diversos estudos apontam que a redução do consumo de energia pode ser 

obtido por meio ações concretas que não afetem a qualidade de vida das populações, 

como por exemplo, medidas de racionalização, estratégias e ações conducentes à 

adoção de comportamentos para reduzir o desperdício de energia, bem como as 

novas tecnologias (FREITAS et al., 2011; RODRIGUES et al., 2009). 

Dentre várias destas tecnologias que buscam viabilizar o uso eficiente da 

energia elétrica, destaca-se o uso de sistemas baseados em Internet of Things (IoT). 

Segundo Serpanos e Wolf (2018), a IoT se caracteriza por fazer uso de tecnologias 

heterogêneas e, à medida que os dispositivos vão sendo inseridos, novos requisitos 

de escalabilidade, interoperabilidade e conectividade são adicionados. Para Wong e 

Kim (2017) a IoT é um novo ecossistema industrial que combina máquinas inteligentes 

e autônomas, análise preditiva avançada e colaboração homem-máquina para 

melhorar a produtividade e a eficiência. 

                                                           
3 http://www.inpe.br/webelat/homepage/ 
4 https://www.epe.gov.br/ 
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Outro conceito importante a ser destacado que pode ser aplicado ao uso 

eficiente da energia elétrica em conjunto com a IoT é a AP (LECUN et al., 2015; 

CHOLLET, 2018). AP é um conjunto de técnicas de Inteligência Artificial (IA) que utiliza 

principalmente as RNPs, com muitas camadas e unidades (neurônios) entre a camada 

de entrada e saída, processadas com hardware de computação de alto desempenho 

(como unidades de processamento gráfico). 

Atualmente, os modelos de AP têm sido usados para tarefas como classificação 

e segmentação de imagens, predição, reconhecimento de fala e detecção de objetos. 

Vários sistemas usam AP, como por exemplo a Siri (assistente virtual da Apple) e 

Cortana (assistente virtual da Microsoft). No presente trabalho, as redes neurais LSTM 

(proposta por Hochreiter e Schmidhuber em 1997) e a BiLSTM (proposta por Graves 

et al., 2009; Graves e Schmidhuber, 2005, 2009) são investigadas para previsão de 

consumo dentro de um framework IoT. Tais RNPs são capazes de aprender 

dependências de curto e longo prazo, sendo comumente utilizadas para 

processamento e previsão de Séries Temporais (STs). 

Dentre diversos exemplos de novas tecnologias aplicadas a eficiência 

energética, destaca-se a abordagem de Aswani et al. (2012), onde os autores 

apresentaram um modelo de sistema para gerenciamento de ar-condicionado visando 

proporcionar um uso eficiente da energia elétrica através da redução do seu consumo. 

O sistema proposto funciona da seguinte forma: microcontroladores com sensores são 

usados para obter dados, que são armazenados em um servidor local em sMAP 

(Simple Measurement and Actuation Profile). Um computador de controle acessa a 

internet para obter previsões meteorológicas atualizadas, bem como dados obtidos 

dos sensores da sala, em seguida executa um esquema MPC, baseado em AP que 

calcula uma entrada de controle, a qual é enviada do servidor local para o termostato. 

Este, por sua vez, transmite um sinal correspondente ao equipamento ajustando 

assim a temperatura ambiente. Os resultados dos experimentos mostraram que houve 

uma redução de 30% a 70% no consumo de energia, mantendo uma temperatura 

ambiente confortável. A economia de energia se deve ao controle compensando a 

ocupação variável, considerando o consumo elétrico transitório e estável. 

Outro exemplo foi a proposta de um modelo baseado em IoT por Ruano et al. 

(2018), a partir de uma abordagem para prototipagem e validação de dois 

componentes de um sistema integrado, como parte de uma solução para controle 

preditivo de sistemas de aquecimento, ventilação e ar condicionado (Heating, 
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Ventilation and Air Conditioning - HVAC). Eles apresentaram os resultados de uma 

implementação e teste de sensores sem fio autoalimentados (self-powered wireless 

sensors - SPWS), projetados especificamente para aplicações de gerenciamento de 

energia residencial, bem como o uso de uma plataforma IoT e seu uso em uma 

aplicação real. Os resultados apontaram que o uso de pequenos dispositivos, permite 

integração perfeita em aplicações de eficiência energética predial, além de fácil 

configuração, instalação e baixo custo em comparação com as alternativas 

disponíveis, fornecendo alertas para diagnósticos e, o mais importante, permitindo 

operação autônoma perpétua em condições razoáveis e em condições de iluminação 

comuns em edifícios e residências. 

No mesmo sentido, os autores Lee et al. (2019), apresentaram a proposta de 

um sistema de previsão de consumo de energia baseado em rede neural LSTM que 

utiliza computação de borda (Edge Computing). Para isso, ao longo de quatro meses 

foram coletados dados reais de uso de energia em ambiente de escritório dentro do 

edifício (treinamento e verificação) e a análise foi conduzida durante dois meses 

(testes para verificar o modelo preditivo). Foram implementados dois modelos de 

previsão, sendo um para previsão de 1 hora e o outro para 1 dia. Como resultados a 

predição de consumo por dia apresentou melhor desempenho que o consumo por 

hora. Por fim, conclui-se que além se obter o erro médio de 27% na precisão do 

modelo, os usuários também puderam detectar anormalidades e fornecer serviço de 

análise do padrão de consumo de energia. 

Desse modo, novas tecnologias de monitoramento e predição têm obtido 

resultados satisfatórios em busca de formas que auxiliem na promoção da eficiência 

energética, em particular para análise de séries temporais. 

 

1.1 Séries temporais e previsão 

 

De acordo com Frank et al. (2001), uma ST é uma sequência de vetores x(t), t 

= 0, 1,..., onde t representa o tempo decorrido. Para uma ST multivariada x(t) conterá 

valores de consumo de energia, temperatura, umidade, etc. Para uma ST univariada 

será considerada uma série de observações de uma variável x ordenadas pelo tempo 

t. Na prática, para qualquer sistema físico, x será amostrado para fornecer uma série 

de pontos de dados discretos, igualmente espaçados no tempo.  
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Para Morettin e Toloi (2006), uma ST é qualquer coleção de observações 

ordenadas no tempo, em que a sequência dos dados é fundamental. Assim sendo, o 

estudo do comportamento de uma variável ao longo do tempo por meio de uma ST 

torna-se importante. Ao longo dos anos, a previsão de ST de energia de curto e longo 

prazo tornou-se uma atividade fundamental para indústrias e políticas públicas. Nesse 

sentido, Hong (2013) discute as origens da previsão de eletricidade, bem como seu 

presente e futuro. 

Hippert et al. (2001) em seu artigo afirmaram que “os relatórios sobre o 

desempenho de Redes Neurais (RNs) na previsão não convenceram inteiramente os 

pesquisadores nesta área” e revisaram 40 artigos sobre a aplicação de RNs na 

previsão de consumo de curto prazo. Vale lembrar que, naquela época, RNs como o 

Multi-layer Perceptron (MLP) convencional e o mapa de Kohonen (HAYKIN, 1998), 

estavam em seu apogeu em diversas áreas de pesquisa. No entanto, Hippert et al. 

(2001) concluem que mais pesquisas com padrões mais rigorosos eram necessárias 

para uma discussão mais sólida. Para a previsão do consumo de energia em edifícios, 

Zhao e Magoulès (2012) revisaram os artigos com as técnicas utilizadas, 

classificando-as em métodos de engenharia (que calcula a dinâmica térmica de 

acordo com princípios da física), métodos estatísticos (principalmente métodos de 

regressão que correlacionam o consumo de energia ou índice de energia com outras 

variáveis) e métodos de AM como RNs e Support Vector Machine (SVM). 

Hong et al. (2020) revisaram trabalhos mais recentes sobre domínios de 

previsão de energia, como sistemas de energia eólica e solar, bem como preços e 

demandas de eletricidade. Os autores também discutiram as fronteiras de pesquisa 

em previsão de energia que são a combinação de previsão de conjunto, previsão 

hierárquica, previsão probabilística, bem como técnicas de Inteligência Artificial (IA) e 

Aprendizagem de Máquina (AM), que são nossos focos no presente trabalho. 

Arjomandi-Nezhad et al. (2022) e Al Mamun et al. (2020) adotam as seguintes 

categorias de previsão, dependendo do horizonte de tempo: previsão de consumo de 

muito curto prazo, variando de alguns segundos a alguns minutos; previsão de 

consumo de curto prazo, variando de alguns minutos a algumas horas; previsão de 

consumo de médio prazo, variando de alguns dias a alguns meses; e previsão de 

consumo de longo prazo, variando de algumas semanas a vários anos. Mais 

especificamente, no domínio do presente artigo, que utiliza a previsão de consumo de 

curto prazo, Gross e Galiana (1987) apresentaram o estado da arte na década de 
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1980, quando a literatura compreendia, por exemplo, ARMA (Auto-Regressive Moving 

Average) e modelos de espaço de estados. 

Com o avanço das RNPs e metodologias mais rigorosas de desenvolvimento, 

bem como a adoção de métodos estatísticos para avaliar o desempenho de algoritmos 

de AM (DEMŠAR, 2006; García et al., 2010a; García et al., 2010b), as redes neurais 

tornaram-se não apenas mais aceitáveis e confiáveis, mas também mais reprodutíveis 

e precisas. 

Enfim, tendo em vista a problemática do monitoramento e predição em 

sistemas de energia elétrica, por exemplo para aumento da eficiência energética e 

prevenção de surtos, o conhecimento de novas técnicas se torna imprescindível. Nos 

próximos tópicos do presente Capítulo serão abordados a problematização e 

justificativa, a questão de pesquisa e os objetivos. 

 

1.2 Problematização e Justificativa 

 

Apesar da crescente complexidade em modelos baseados em AP para 

previsão de consumo, nosso foco foi a avaliação de um modelo de rede neural 

profunda para um framework IoT, que realiza desde a coleta de dados de consumo 

em equipamento individual ou um edifício, até a exibição dos dados recebidos por 

meio de uma página web em tempo real. Nesse sentido, avaliou-se o desempenho 

das redes neurais LSTM e BiLSTM em comparação a algoritmos de AM comumente 

utilizados na literatura, aplicadas à previsão de consumo de STs de energia, para, por 

fim, adicioná-la como módulo de predição em um sistema IoT. Uma das funcionalidade 

desse modulo é exibir uma mensagem ao usuário do sistema com o resultado da 

predição realizada. 

Devido às recentes aplicações bem-sucedidas de algoritmos de AM baseados 

em árvores, escolhemos dois deles para inicialmente comparar o desempenho RNA 

LSTM, a saber, o XGBoost e o Random Forest (RF). Por exemplo, Ahmadi et al. (2020) 

compararam algoritmos baseados em árvore, incluindo XGBoost e RF para previsão 

de energia eólica de longo prazo, demonstrando uma aplicação bem-sucedida de tais 

algoritmos. Recentemente, Arjomandi-Nezdah et al. (2022) também compararam 

vários algoritmos baseados em árvore aplicados à demanda em nível de país na 

previsão do dia anterior da Alemanha para analisar o consumo de energia STs durante 

a pandemia de covid-19. Por apresentar melhores resultados que os outros 
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algoritmos, a LSTM foi usada para testes posteriores em comparação à BiLSTM, 

sendo que a BiLSTM apresentou resultados estatisticamente superiores. 

 

1.3 Questão da Pesquisa 

 

A partir do contexto apresentado, a presente pesquisa busca responder 

principalmente a seguinte questão-problema:  Para realizar a previsão de STs 

univariadas de consumo de energia elétrica utilizando AP em um sistema IoT, qual 

entre as RNPs LSTM e BiLSTM apresenta melhor desempenho estatístico 

considerando múltiplos datasets simultaneamente?  

 

1.4 Objetivo Geral 

 

Desenvolver, testar e validar modelos de RNPs dos tipos LSTM e BiLSTM para 

previsão de STs de Consumo de Energia Elétrica e compará-las. 

 

1.5 Objetivos Específicos 

 

a) Estudar conceitos e aplicações de RNRs dos tipos LSTM visando encontrar 

soluções simples para sua implementação; 

b) Propor uma metodologia para desenvolvimento, testes e validação de 

diferentes arquiteturas LSTM, normalizações e números de camadas; 

c) Analisar os resultados obtidos através de testes estatísticos visando verificar 

se há diferença estatisticamente significativa entre as arquiteturas, para 

determinar e validar o modelo com melhor desempenho estatístico para a 

previsão; 

d) Comparar estatisticamente os resultados obtidos pela LSTM com algoritmos 

de AM. 

e) Avaliar os resultados da LSTM em comparação a BiLSTM. 

f) Divulgar os resultados. 
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1.6 Resultados Esperados 

 

a) Científicos: 

 Validar um modelo de rede neural LSTM para STs; 

 Adicionar o modelo de rede LSTM a um sistema IoT de coleta de dados de 

consumo de energia elétrica; 

 Publicar artigos científicos em revistas indexadas; 

 Apresentar trabalhos em congressos. 

 

b) Técnicos: 

 Desenvolver material didático com manual e tutorial de um sistema IoT 

contendo um módulo de rede neural LSTM. 

 

c) Acadêmicos: 

 Ministrar minicurso/Palestra sobre RNPs para previsão de STs; 

 Realizar enquadramento de projetos de iniciação científica e/ou trabalhos de 

conclusão de curso em subáreas relacionadas ao projeto. 

 

1.7 Relevância, Interdisciplinaridade e Originalidade da Tese 

 

A originalidade deste trabalho refere-se à aplicação das RNPs LSTM e BiLSTM 

à previsão de STs de eletricidade, bem como a avaliação de seu desempenho através 

de testes estatísticos em quatro datasets, com dados reais de consumo de eletricidade 

utilizando VC-ST, possibilitando a integração de diversos conhecimentos envolvidos 

para monitoramento de energia em indústrias, estabelecimentos comerciais e prédios 

públicos, considerando o uso da AP, visto que não há sistema similar sendo 

desenvolvido na região amazônica de acordo com a pesquisa bibliográfica realizada. 

Além disso, os resultados atuais da LSTM e BiLSTM formarão uma linha de base para 

testes futuros, com arquiteturas mais complexas para sistemas IoT. 

Desse modo, o presente trabalho difere dos demais artigos da literatura 

(descritos no Capítulo 2, Seção 2.3), justamente porque investigou-se as RNPs LSTM 

e BiLSTM para realizar a predição de consumo usando diferentes datasets em 
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diferentes escalas e características, além de acoplá-la como módulo em um sistema 

IoT que realiza o monitoramento de consumo de energia elétrica em tempo real (em 

um equipamento individual ou um edifício, por exemplo). 

Assim, as principais contribuições deste trabalho são: (i) análise estatística do 

desempenho de arquiteturas da RNP LSTM com diferentes números de camadas em 

diferentes datasets; (ii) previsão de STs de dados reais coletados em quatro padrões 

de consumo diferentes: residência, edificação pública, Cidade e País; ou seja, 

localidades, países e hábitos de consumo diferentes. (iii) previsão de STs de consumo 

de energia elétrica com dados reais coletados em uma cidade da Amazônia brasileira, 

com características climáticas e meteorológicas regionais, uma vez que estudos 

desse tipo nesta região são escassos; (iv) testes estatísticos utilizando VC-ST para 

comparar os resultados obtidos pela RNP LSTM em relação aos algoritmos XGBoost 

e RF; (v) Comparação estatística entre as RNPs LSTM e BiLSTM, com dados de 

validação usando VC-ST. 

  

1.8 Visão Geral dos Capítulos 

 

Este trabalho está organizado em 7 capítulos, conforme descrito a seguir: 

Capítulo 1 – Introdução. Apresenta-se uma abordagem geral do trabalho, a 

descrição dos resultados esperados, bem como a relevância, interdisciplinaridade e 

originalidade da Tese. 

Capítulo 2 - Trabalhos Relacionados. São mencionados os principais trabalhos 

encontrados na literatura atual que também procuram lidar com o problema de 

predição de STs e possuem características relacionadas com o que é apresentado 

neste trabalho. 

Capítulo 3 - Fundamentação Teórica. Apresenta-se uma visão geral dos 

conceitos teóricos em quais este trabalho se baseia, como Inteligência Artificial (IA), 

AP, Rede Neurais artificiais (RNAs), RNRs, LSTM e BiLSTM. Os algoritmos de AM 

XGBoost e RF, que foram utilizados para comparação. Aborda-se também o uso de 

sistemas IoT com RNPs, além de uma visão geral do sistema IoT EnergySaver e a 

proposta de acoplamento do módulo de RNP ao sistema IoT. 

Capítulo 4 – Metodologia Proposta. Detalha-se a caracterização da pesquisa, 

o procedimento metodológico baseado na metodologia Design Science Research 

(DSR), o fluxo metodológico proposto, o estudo de caso e datasets, treinamento e 
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testes, pré-processamento dos dados, métricas de desempenho para avaliar os 

resultados, o projeto experimental e a análise estatística. 

Capítulo 5 – Resultados. É apresentada a análise exploratória dos dados; os 

resultados preliminares para dois datasets; os resultados entre LSTM, XGBoost e RF 

com dados de validação; comparação estatística entre as redes neurais LSTM e 

BiLSTM com dados de validação; e os resultados científicos, técnicos e acadêmicos. 

Capítulo 6 - Discussões. São discutidos detalhes sobre a implantação de um 

módulo de predição de STs para um sistema IoT. Em seguida os testes realizados se 

subdividiram entre números de camadas para a rede LSTM, algoritmos baseados em 

AM em relação a LSTM e comparação entre a LSTM e BiLSTM; além destas 

discussões, exemplificamos propostas para uso eficiente de energia elétrica 

Capítulo 7 – Conclusão e Trabalhos Futuros. São apresentadas as conclusões 

obtidas a partir do desenvolvimento da pesquisa e os trabalhos futuros.  

Finaliza-se com as Referências Bibliográficas. 
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CAPÍTULO 2 

 

2 REVISÃO SISTEMÁTICA DA LITERATURA  

 

De acordo com Boote e Beile (2004), o levantamento do estado da arte por 

meio da revisão sistemática da literatura é atividade obrigatória para realizar 

pesquisas científicas de qualidade, que abrange desde o delineamento de um novo 

projeto de pesquisa até a escrita uma Monografia, Dissertação, Tese ou Artigo 

Científico. Para isso, os pesquisadores devem realizar um levantamento da literatura 

atual a respeito de determinado objeto de pesquisa, tendo em vista que a qualidade 

de uma pesquisa é diretamente proporcional à qualidade do processo de condução 

do levantamento do estado da arte. 

Neste sentido, optou-se por utilizar esta metodologia de revisão sistemática 

visando identificar um conjunto de estudos da literatura atual que abordam os 

conceitos envolvidos no escopo da presente pesquisa. 

 

2.1 Metodologia da revisão sistemática 

 

Para executar a revisão sistemática da literatura, deve-se inicialmente definir 

um protocolo de pesquisa. Assim sendo, optou-se por utilizar a abordagem proposta 

por Kitchenham e Charters (2007), que apresentam um protocolo com diretrizes 

amplamente utilizadas em pesquisas na área da computação, sendo agrupadas em 

três fases principais: 1) planejamento: define a questão da pesquisa; 2) condução: 

busca e seleção dos estudos primários, avaliação de qualidade, extração dos dados, 

sumarização e síntese dos resultados e, ainda, interpretação dos resultados; 3) 

relatório: escrita do relatório/artigo (publicação dos resultados). 

Assim sendo, para o escopo deste trabalho, o protocolo proposto por 

Kitchenham e Charters (2007) foi adaptado conforme Quadro 1 a seguir. 
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Quadro 1: Fases para elaboração da Revisão Sistemática. 

Protocolo Processo 

Planejamento 
Definição da questão da pesquisa que foi elaborada com base na 
problematização e justificativa descrita na Seção 1.2. 

Condução 

Busca e seleção dos estudos primários: Por meio de bases digitais e motores 
de busca comuns da área de estudo: IEEEXPLORE, SCIENCEDIRECT, e Google 
Acadêmico. Utilizou-se também buscas manuais na web. 

Avaliação de qualidade: Foram considerados os critérios de inclusão e 
exclusão, além da identificação de pesquisas experimentais, com a presença de 
variáveis pertencentes à questão de pesquisa. 

Extração dos dados: A partir da análise dos resultados das abordagens. 

Sumarização e síntese dos resultados: Foram identificadas as pesquisas 
experimentais com palavras-chave pertencentes à questão de pesquisa e 
elaborada uma tabela com a síntese dos artigos selecionados, contendo: ano de 
publicação, modelos e principais contribuições. 

Interpretação dos resultados: Análise das principais abordagens que realizam 
previsão de STs bem como sistemas baseados em IoT. 

Relatório 
Estruturação do relatório em formato de artigo científico conforme normas 
específicas de cada revista/congresso (Descrito no Capítulo 7, em resultados 
alcançados).  

Fonte: Elaboração própria, 2022. 

 

Para fazer a seleção de uma publicação é essencial levar em consideração a 

sua relevância, ou seja o seu potencial como fonte de estudo primário ou secundário. 

Assim sendo, para as questões de investigação, serão considerados inicialmente os 

pontos referentes a análise do título, resumo, palavras-chave, metodologia e 

conclusão, da seguinte forma: 

1) O primeiro filtro teve como objetivo fazer a seleção preliminar das publicações, por 

meio da aplicação das expressões de busca “Energy Consumption Prediction AND 

LSTM OR Bidirectional LSTM”, em três bases de dados, bem como uso de filtros 

específicos de cada base; 

2) No segundo filtro, levou-se em consideração a análise de critérios de inclusão e 

exclusão estabelecidos nos subitens abaixo: 

a) Critérios de Inclusão: (i) publicações que abordem primária ou 

secundariamente estudos relacionados a predição de consumo de energia 

elétrica; (ii) publicações que utilizam redes neurais LSTM e BiLSTM; (iii) 

publicações que em sua abordagem utilizem aplicações de redes neurais para 

sistemas IoT. 
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b) Critérios de Exclusão: (i) publicações cujas palavras-chaves estão ausentes da 

publicação e que não há variação destas palavras-chaves (exceto os casos de 

plural); (ii) publicações em que as palavras-chaves não aparecem no título, 

resumo, e/ou texto da publicação; (iii) publicações que abordam o tema de 

maneira superficial; (iv) publicações que estejam fora do intervalo dos períodos 

referentes aos anos de 2019 a 2022 para as três bases de dados e para busca 

manual. 

3) Como terceiro filtro, levou-se em consideração a quantidade de citações na 

literatura, além da leitura dos resumos/abstract, metodologia e conclusão de cada 

artigo selecionado na etapa anterior. 

 

A primeira base de dados para realização do levantamento inicial da literatura 

foi a IEEEXPLORE, realizado no dia 10 de Outubro de 2022, onde foram encontrados 

271 (duzentos e setenta e um) trabalhos. Também foram aplicados os seguintes filtros 

adicionais: deep learning (artificial intelligence), time series, ano 2019-2022 (Figura 1). 

 

Figura 1: Resultado da string de busca. 

 

Fonte: www.ieeexplore.ieee.org 

 

A segunda base de dados foi a SCIENCEDIRECT, realizada no dia 10 de 

Outubro de 2022, onde foram encontrados 132 (cento e trinta e dois) trabalhos. 

Também foram aplicados os seguintes filtros adicionais: Article type: Research 

articles, Publication title: Applied Energy, Energy, Neural Networks. Subject areas: 

Energy. Ano 2019 a 2022 (Figura 2). 
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Figura 2: Resultado da string de busca. 

 

Fonte: www.sciencedirect.com 

 

A terceira base de dados foi o Google Acadêmico, realizado no dia 10 de 

Outubro de 2022, onde foram encontrados 475 (quatrocentos e setenta e cinco) 

trabalhos. Também foram aplicados os seguintes filtros adicionais: ordenar por 

relevância, em qualquer idioma, qualquer tipo, incluir citações. Ano 2019 - 2022 

(Figura 3): 

 

Figura 3:  Resultado da string de busca. 

 

Fonte: www.scholar.google.com.br. 
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Nas buscas manuais na web foram selecionados, incialmente, 40 artigos que 

mostraram relação com a abordagem proposta e que não foram listados nos motores 

de busca utilizados, mas que julgou-se importante uma análise mais aprofundada 

sobre os mesmos. Nestas buscas também foram pesquisados alguns trabalhos que 

abordam o uso da predição com sistemas IoT, bem como previsão com intervalos de 

predição.  

Assim sendo, após o levantamento inicial para seleção de trabalhos 

relacionados utilizando a string de busca, foram encontrados 894 artigos nas três 

bases de dados e busca manual. Em seguida, aplicou-se o segundo filtro, que está 

relacionado a leitura dos resumos/abstract, levando em consideração critérios de 

inclusão e exclusão. No critério de inclusão para cada base de dados e busca manual 

foram selecionados: (i) IEEXPLORE (13), (ii) SCIENCEDIRECT (6), (iii) Google 

Acadêmico (23); (iv) busca manual (10). Já no critério de exclusão, foram suprimidos 

os artigos: (i) com abordagens relacionadas a previsão de consumo usando técnicas 

sem relação com as RNPs (198); (ii) artigos que realizavam predição de consumo com 

RNPs que não envolvessem LSTM ou BiLSTM (290); (iii) uso de redes neurais LSTM 

e BiLSTM em contexto diferente de predição de consumo de energia elétrica (357). 

Por fim, aplicou-se o terceiro filtro onde buscou-se selecionar, dentre os 52 

artigos obtidos no segundo filtro, os artigos mais relevantes em relação a quantidade 

de citações na literatura, além da leitura dos resumos, metodologia e conclusão. 

Assim sendo, os dados foram interpretados analisando a coerência interna dos 

artigos, a partir da identificação dos experimentos descritos, da relação entre objetivos 

propostos e os resultados obtidos e da relação entre os elementos metodológicos e 

os dados obtidos. 

Desse modo, após a aplicação do terceiro filtro, foram selecionados 12 artigos 

nas três bases de dados e busca manual, onde os mesmos serão detalhados na 

Subseção 2.3, bem como serão apresentadas as principais diferenças entre o trabalho 

proposto e os selecionados. 

A Tabela 1, apresenta o resumo dos resultados da seleção obtida em cada 

base de dados, bem como a quantidade de artigos selecionados em cada filtro 

descrito. 
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Tabela 1: Resultado da seleção obtida em cada base de dados. 

 

 

 

 

 

 

 

Fonte: Elaboração própria, 2022. 

 

 

2.2 Resultado da revisão sistemática 

 

A Tabela 2 mostra cronologicamente a síntese dos artigos escolhidos a partir 

dos critérios descritos na Seção 2.1. 

 

 

 

 

  

 

Base de dados 
Total de Publicações 

Primeiro 
Filtro 

Segundo 
Filtro 

Terceiro 
Filtro 

IEEEXPLORE 271 13 3 

SCIENCEDIRECT 132 6 3 

Google Acadêmico 475 23 2 

Busca Manual 40 10 4 

Total 918 52 12 
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Tabela 2: Síntese dos artigos selecionados para a revisão sistemática. 

Autores  
Ano de 

publicação 
Modelos Principais contribuições 

Kaur et al. 2019 LSTM 

Apresentaram um esquema unificado baseado em rede neural LSTM para 

gerenciamento de energia em redes inteligentes, visando analisar e extrair 

padrões de energia importantes que podem ser usados no gerenciamento 

de resposta à demanda, previsão de carga e redução de pico. 

Schirmer et al. 2019 LSTM 

Avaliaram o desempenho de diferentes métodos de regressão na tarefa de 

previsão de consumo de energia residencial, concluindo que a rede neural 

LSTM supera todos os outros algoritmos testados por eles. 

Mellouli et al. 2019 LSTM 

Avaliaram quatro arquiteturas de RNPs derivadas da arquitetura LSTM. Os 

resultados apontam que o modelo Stacked LSTM parece ser a arquitetura 

de aprendizado profundo eficiente que fornece previsões aceitáveis. 

Das et al. 2020 
LSTM, GRU e 

BiLSTM 

Realizaram uma análise comparativa entre as redes neurais LSTM, BiLSTM 

e GRU, para a previsão de cargas elétricas diversas, concluindo que os 

modelos BiLSTM e GRU foram significativamente melhores em horizonte 

de predição maior. 

De Sousa et al. 2020 
MLP, ELMAN, NAR, 

AIW, LUBE 

Utilizaram as RNAs MLP, ELMAN, NAR, AIW e LUBE com Intervalos de 

Previsão para prever a irradiância solar. Como resultado a LUBE foi o 

melhor método testado para a tomada de decisão, devido à precisão das 

informações de IP. 

Hou et al. 2021 LSTM 

Aplicaram a rede neural LSTM no processo de previsão de consumo 

residencial de um método de agregação de carga adaptativa com um 

número de domicílios selecionados. Os resultados mostraram que o modelo 

foi preciso na Predição. 

Rafi et al. 2021 CNN-LSTM Realizaram a previsão de consumo de curto prazo do sistema elétrico de 

Bangladesh, integrando os modelos LSTM e CNN, considerando as 
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vantagens de cada um. O modelo CNN-LSTM foi comparado com a LSTM, 

rede funcional de base radial (RBFN) e XGBoost. Os resultados do modelo 

CNN-LSTM foram superiores aos modelos testados em todos os casos de 

validação. 

Farsi et al. 2021 CNN-LSTM 

Foi proposto um modelo de integração LSTM e CNN para previsão de 

consumo na Malásia (consumo horário) e na Alemanha (consumo diário). 

Segundo os autores, a rede integrada que chamaram de PLCNet, melhorou 

a precisão de 83,17% para 91,18% para os dados da Alemanha e 98,23% 

de precisão para os dados da Malásia. 

Hadri et al. 2021 
LSTM, XGBoost e 

SARIMA 

Avaliaram os algoritmos LSTM, XGBoost e SARIMA para previsão de 

consumo visando descobrir qual deles têm o melhor desempenho na 

previsão do consumo de eletricidade online.  Os resultados obtidos 

mostraram que nenhum deles supera eficientemente as três estratégias de 

previsão (ou seja, univariada, multivariada e multipasso). 

Moura et al.  2021 
WSN (Wireless 

sensor network) 

Plataforma IoT baseada em infraestrutura de rede de sensores sem fio 

(WSN), que suporta um sistema inteligente para controlar aquecimento, 

ventilação e ar condicionado (HVAC). 

Geller e Meneses  2021 
UML para um 

sistema IoT/IA 

Propôs o uso de extensões de Unified Modeling Language (UML) para 

modelar um sistema de monitoramento de energia de inteligência artificial 

para previsão de consumo de eletricidade. 

Da Silva et al.  2021a LSTM 

Um módulo de predição com AP para o sistema EnergySaver baseado em 

IoT, que visa monitorar o consumo de energia elétrica, desde a captura de 

dados até a previsão de consumo para o mês seguinte. 

Ozer et al. 2021 
LSTM (XCORR 

cross-correlation) 

Uso da rede neural LSTM em uma abordagem de aprendizagem de 

transferência baseada na correlação cruzada XCORR. 

Da Silva et al.  2022 
LSTM, RF e 

XGBoost 
Avaliaram os algoritmos LSTM, RF e XGBoost, para previsão de consumo 

de energia elétrica em três datasets usando VC-ST. Como resultado, a 



35 
 

LSTM apresentou o melhor desempenho de previsão em todos os testes 

nos datasets. 

Fernández-Martínez 

e Jaramillo-Morán 
2022 LSTM e GRU 

Apresentaram testes com as redes LSTM e GRU para criar modelo hibrido 

visando prever os consumos de 24 horas (um dia inteiro à frente) de um 

hospital. Os resultados apontaram que ambos os modelos forneceram 

desempenhos semelhantes em todos os casos. 

Shin e Woo 2022 
LSTM, RF e 

XGBoost 

Avaliaram os algoritmos LSTM, RF e XGBoost, para previsão de consumo 

de energia na Coréia. Esses algoritmos foram aplicados para previsão no 

Período 1 (antes do início da COVID-19) e no Período 2 (após o início da 

COVID-19). Como resultado, a LSTM apresentou o melhor desempenho de 

previsão Período 1 e RF no Período 2. 

Shaqour et al. 2022 

RNP, BI-GRU-FCL, 

GRU-FCL, BI-

LSTM-FCL e CNN 

Usam agregação de consumo de energia elétrica e as redes RNP, BI-GRU-

FCL, GRU-FCL, BI-LSTM-FCL e CNN para o processo de previsão. Os 

resultados apontaram que a RNP alcançou a maior porcentagem de MAPE 

para a maioria dos níveis de agregação e o Bi-GRU-FCL indicou menores 

erros de RMSE. 

Fonte: Elaboração própria, 2022. 
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Para possibilitar uma análise mais aprofundada de cada artigo selecionado, 

será descrito na Seção 2.3 o resumo geral de cada abordagem proposta pelos autores 

bem como a principal diferença deles para o nosso trabalho. 

 

2.3 Principais trabalhos relacionados 

 

Kaur et al. (2019) desenvolveram um esquema unificado baseado em redes 

neurais LSTM para um sistema de rede inteligente (Smart Grid), com o objetivo de 

criar uma abordagem integrada de pré-processamento e análise de dados com taxas 

mínimas de erro e maior precisão. O estudo de caso utilizou dados coletados de 112 

casas inteligentes, onde os mesmos foram pré-processados e decompostos usando-

se o modelo de decomposição de valor singular de alta ordem (High-Order Singular 

Value Decomposition - HOSVD) e, em seguida, aplicou-se a previsão com três 

modelos de rede, o modelo proposto RNA-LSTM, uma variante de RNAs e 

Autoregressive Integrated Moving Average (ARIMA). Para avaliação estatística, os 

autores utilizaram as seguintes métricas: RMSE e erro percentual médio absoluto 

(Mean Absolute Percentage Error - MAPE). Os resultados apontaram que a RNA-

LSTM obteve menores erros (RMSE = 3,35 e MAPE = 5,21%), em relação à variante 

de RNA (RMSE = 4,613 e MAPE 17,312%) e ARIMA (RMSE = 4,27 e MAPE 29,18%). 

Schirmer et al. (2019) avaliaram o desempenho dos métodos de regressão para 

previsão de consumo de energia elétrica, a saber: Regressão Linear (RL), Árvores de 

Decisão (AD), RNPs, Redes Neurais Recorrentes (RNR), Gated Recurrent Unit (GRU) 

e LSTM. Para isso, utilizaram o dataset Smart Meters in London (SMinL) que possui 

dados referente a 5.567 residências em Londres, medidas entre novembro 2011 e 

fevereiro de 2014. Experimentos foram realizados e foi demonstrado que a LSTM 

supera todos os outros algoritmos de regressão, melhorando a precisão do preditor e 

reduzindo o erro absoluto médio em até 26,7% quando comparado ao preditor de 

Regressão Linear. 

Mellouli et al. (2019) apresentaram um abordagem que utiliza quatro 

arquiteturas de RNPs derivadas da LSTM para previsão de STs de temperatura 

interna e consumo de energia em uma câmara fria, que são: LSTM, Convolutional 

LSTM, Stacked LSTM e BiLSTM. Foi utilizado um dataset que possui dados de 

demanda elétrica coletados em uma câmara frigorífica, dividido em cinco casos de uso 

para treinamento e testes das redes. Os resultados dos experimentos apontaram que 



37 
 

a Stacked LSTM foi a arquitetura mais eficiente de para previsões aceitáveis no 

contexto dos dados utilizados. 

Das et al. (2020) descreveram um estudo que fornece uma análise do uso da 

rede neural LSTM para a previsão de cargas elétricas diversas (Miscellaneous Electric 

Loads - MEL), realizando também uma comparação com os modelos BiLSTM e GRU. 

O dataset possui dados de coleta correspondente aos meses de abril a novembro de 

2017, e foram coletados em uma instalação de pesquisa localizada na cidade de Abu 

Dhabi, EAU, local composto por oito mesas individuais, que poderiam ser ocupadas 

por até 6 estudantes de pós-graduação de cada vez. Os testes apontaram que 

mediante a análise comparativa em termos das métricas RMSE e MAE (Mean Average 

Error), os três modelos alcançaram bons resultados, dependendo dos dispositivos 

considerados e da duração da previsão necessária.  No entanto, os autores 

concluíram que a rede BiLSTM provou ser o modelo mais estável dentre os três, em 

previsões com um dia e uma semana de antecedência. 

De Sousa et al. (2020) utilizaram RNAs convencionais com Intervalos de 

Previsão (IPs) para prever irradiância solar, fornecendo uma avaliação da incerteza 

futura em diferentes cenários. Os IPs consistem em limites inferiores e superiores 

dentro dos quais um valor futuro desconhecido se situará, com uma probabilidade 

predeterminada, chamada de nível de confiança, tornando-se mais confiável e 

informativo para os tomadores de decisão, dando suporte para selecionar a melhor 

ação em condições incertas. 

Hou et al. (2021) aplicaram a rede neural LSTM no processo de previsão de 

consumo residencial de um método de agregação de carga adaptativa com um 

número de domicílios selecionados. Os Erros Percentuais Médios Absolutos (Mean 

Absolute Percentage Error, MAPE) da previsão de consumo de energia elétrica foram 

de 14,3% e 10,2% para 50 e 100 domicílios, respectivamente. E quando o número de 

domicílios chega a 150, o MAPE tanto do método tradicional quanto no método 

proposto ficam abaixo de 0,1, o que atende ao requisito de precisão da previsão de 

consumo. 

Rafi et al. (2021) realizaram a previsão de consumo de curto prazo do sistema 

elétrico de Bangladesh, integrando os modelos LSTM e CNN, considerando as 

vantagens de cada um. A questão motivadora citada pelos autores é que muitas vezes 

um modelo sozinho não funciona bem para previsões de consumo de energia elétrica. 

O modelo híbrido (CNN-LSTM) é composto por um módulo CNN, um módulo LSTM e 
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um módulo de fusão de recursos (feature-fusion). A validação do modelo foi realizada 

com as métricas de avaliação média do erro médio MAE, erro quadrático médio 

RMSE, MAPE e o coeficiente de determinação (R2). O modelo CNN-LSTM foi 

comparado com abordagens LSTM, rede funcional de base radial (Radial Basis 

Functional Network, RBFN) e Extreme Gradient Boosting (XGBoost). De acordo com 

a pesquisa, os resultados do modelo CNN-LSTM foram superiores aos modelos 

testados em todos os casos de validação. 

Um modelo de integração LSTM e CNN também foi utilizado por Farsi et al. 

(2021) para previsão de consumo na Malásia (consumo horário) e na Alemanha 

(consumo diário). Segundo os autores, a rede integrada que chamaram de PLCNet, 

melhorou a precisão de 83,17% para 91,18% para os dados da Alemanha e 98,23% 

de precisão para os dados da Malásia, reforçando que o modelo tem bom 

desempenho para ser utilizado para previsão de consumo de curto prazo. 

Hadri et al. (2021) investigaram três abordagens principais para a previsão do 

consumo de eletricidade utilizando os algoritmos XGBoost, LSTM e Seazonal 

Autoregressive Integrated Moving Average (SARIMA), a fim de avaliar empiricamente 

a precisão da previsão e o tempo/complexidade computacional. Para isso, os autores 

utilizaram o dataset de dados de energia residencial holandesa (Dutch Residential 

Energy Database - DRED), que possui dados de consumo de eletricidade em nível 

agregado e em nível de eletrodomésticos (TV, geladeiras, máquinas de lavar, micro-

ondas, aquecimento central, laptops). Os resultados obtidos mostraram que nenhum 

deles foi melhor para as três estratégias de previsão (univariada, multivariada e 

multistep). Por exemplo, o XGBoost supera os outros algoritmos para a previsão 

univariada e multistep, já o ARIMA apresentou melhor desempenho para multivariada. 

A LSTM apresentou o pior comportamento nas três estratégias. Desse modo, tendo 

em vista o XGBoost apresentar melhor desempenho em duas estratégias, ele foi 

escolhido para ser implantado em uma plataforma IoT para previsão de consumo de 

eletricidade em tempo real. 

Moura et al. (2021) projetaram e instalaram uma plataforma IoT baseada em 

infraestrutura WSN, que suporta um sistema inteligente para controlar sistemas de 

aquecimento, ventilação e ar condicionado (AVAC), bem como iluminação em 

edifícios. O objetivo era encontrar opções para alcançar usos mais sustentáveis de 

energia, considerando a integração de fontes renováveis de geração e o uso de um 

sistema inteligente de controle de consumo de energia elétrica. Como resultado, a 



39 
 

abordagem aponta como fornecer a tecnologia certa para edifícios antigos existentes, 

contribuindo para um consumo de energia próximo de zero (nZEB) a baixo custo. 

Geller e Meneses (2021) apresentaram algumas propostas de uso de 

extensões da Linguagem de modelagem unificada (Unified Modeling Language - UML) 

para modelar sistemas IoT já disponíveis na literatura (Reggio (2018), Thramboulidis 

e Christoulakis (2016), e Robles-Ramirez et al. (2017)). Um sistema de monitoramento 

de energia com inteligência artificial para previsão de consumo foi utilizado como 

estudo de caso e foi modelado com recursos UML. Foi possível concluir que os 

diagramas UML e suas extensões podem representar as diferentes visões de uma 

aplicação IoT (estática, comportamental, de segurança, etc.), motivando 

pesquisadores a utilizá-los, dando origem a diversas propostas. 

Da Silva et al. (2021a) apresentaram uma abordagem para a criação de um 

módulo de predição com AP para o sistema EnergySaver baseado em IoT, que visa 

monitorar o consumo de energia elétrica desde a captura de dados até a previsão de 

consumo para o mês seguinte. Os resultados experimentais indicaram que o software 

obteve resultados satisfatórios desde a coleta de dados com IoT até a previsão de 

consumo utilizando um módulo com a rede neural LSTM, em testes de casos de uso 

preliminares. 

Em Da Silva et al. (2022), os autores avaliaram de desempenho de redes 

neurais LSTM para previsão de consumo de energia elétrica em dois passos: 1) 

análise estatística da RNR LSTM em relação ao número de camadas, onde realizaram 

experimentos do modelo com 2, 4, 6 e 8 camadas, usando VC-ST em dois datasets, 

que apontou não haver diferença estatisticamente significativa entre elas, usando 

assim para testes posteriores a rede com 2 camadas; 2) comparação estatística entre 

a LSTM e os algoritmos XGBoost e RF usando VC-ST para três datasets. Como 

resultado, os testes apontaram que o modelo LSTM apresentou uma tendência de 

melhor desempenho do RMSE no primeiro dataset, e melhores resultados 

estatisticamente significativos nos outros dois datasets, de acordo com o teste de 

Kruskal-Wallis (p < 0,0001 em ambos os casos). 

Ozer et al. (2021) usaram a rede neural LSTM em uma abordagem de 

aprendizagem por transferência baseada na correlação cruzada nominada XCORR. 

Esse modelo foi composto por seis etapas. Inicialmente, ocorreu a normalização dos 

dados reais de um edifício (que será estimado e que será transferido). Em seguida, o 

XCORR é aplicado entre os dados do edifício a estimar e os dados de cada edifício a 
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transferir. O próximo passo é determinar qual dos dados é mais adequado para ser 

usado para aprendizagem por transferência. Após isso, o modelo LSTM é treinado 

com os dados normalizados deste edifício. Na sequência, os pesos do modelo 

resultante são transferidos e retreinados na forma normalizada dos dados originais. 

Finalmente, os valores de desempenho do modelo são obtidos testando com os dados 

de teste. Os resultados obtidos com as métricas RMSE, MAPE e média do erro médio 

(Mean Average Error – MAE), mostraram que o modelo proposto usando LSTM com 

dados de aprendizado de transferência foi bem-sucedido em comparação com 

modelos que funcionam bem em pequenos datasets, como algoritmo Random Forest, 

XGBoost e Light Gradient Boosting Machine (LGBM). 

Fernández-Martínez e Jaramillo-Morán (2022) apresentaram uma abordagem 

para previsão de consumo de energia em um edifício de assistência médica, utilizando 

redes neurais LSTM e GRU, juntamente com um algoritmo de pré-processamento de 

decomposição em modo empírico (Empirical Mode Decomposition – EMD). O dataset 

utilizado para os experimentos possui dados de consumo de energia elétrica e 

variáveis meteorológicas, fornecidas pela empresa Emececuadrado (Badajoz, 

Espanha), coletados no período de setembro de 2016 a julho de 2021. A partir da 

obtenção desses dados, foram conduzidos dois estudos de caso diferentes para 

prever o consumo horário: um cenário de previsão univariado baseado no consumo 

de energia ativa e outro multivariado que usa as quatro STs (potência ativa, potência 

reativa, temperatura e umidade). Experimentos foram realizados e os resultados 

alcançados apontaram que os modelos híbridos (rede neural com pré-processamento) 

superaram claramente os simples (somente a rede neural) em todos os casos. Apesar 

de ambos os modelos (LSTM e GRU) forneceram desempenhos semelhantes em 

todos os casos, os melhores resultados (MAPE = 3,51% e RMSE = 55,06) foram 

obtidos pela rede LSTM com pré-processamento, no cenário para previsão com dados 

multivariados. 

Shin e Woo (2022) descreveram um estudo que comparou os algoritmos 

XGBoost, LSTM e RF para previsão de consumo de energia elétrica na Coreia, em 

dois períodos da seguinte forma: (i) período 1 (antes do início da pandemia de COVID-

19); (ii) período 2 (após o início da pandemia de COVID-19). A pesquisa utilizou os 

dados de demanda de energia entre o período de janeiro de 1996 a junho de 2021 

para análise, baseado no fornecimento total de energia (Total Energy Supply - TES), 

contendo variáveis referentes ao consumo total de energia e variáveis altamente 
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correlacionadas (preço do petróleo, população, geração de energia, índice de 

produção industrial, temperatura) para confirmar a adequação e usabilidade da 

previsão de cada modelo testado. Além disso, ao prever o consumo total de energia, 

os autores separam o período de análise de mercado estável antes da pandemia de 

COVID-19 e no mercado instável subsequente. Os resultados obtidos a partir das 

métricas RMSE e MAPE mostraram que a rede LSTM realizou a previsão com mais 

precisão no período 1, enquanto o modelo RF tendeu a produzir os menores RMSE e 

MAPE no período 2. Já o XGBoost apresentou os maiores erro de previsão nas 

métricas. 

Shaqour et al. (2022), usam agregação de consumo de energia elétrica e as 

RNPs (Deep Neural Network- DNN), BI-GRU-FCL (Bi-directional Gated Recurrent Unit 

with fully connected layers), GRU-FCL (Gated Recurrent Unit with fully connected 

layers), BI-LSTM-FCL (Bi-directional Long Short-Term Memory with fully connected 

layers) e CNN (Convolutional Neural Network) para o processo de previsão. Os 

resultados apontaram que a RNP alcançou a maior porcentagem de MAPE para a 

maioria dos níveis de agregação e o Bi-GRU-FCL indicou menores erros de RMSE, 

apresentando velocidade de treinamento 15% mais rápida e 40% menos parâmetros 

em comparação com o RNPs. 

O trabalho aqui proposto difere dos demais artigos da literatura uma vez que 

propomos o uso das RNPs LSTM e BiLSTM para realizar a previsão de STs de 

consumo de energia elétrica, acoplando-a como módulo a um sistema IoT que realiza 

monitoramento do consumo de energia elétrica de um equipamento específico ou um 

edifício, por exemplo. Também realizamos a avaliação de seu desempenho através 

de testes estatísticos usando diferentes datasets em diferentes escalas e 

características, a partir da VC-STs com dados reais. É importante destacar que outro 

ponto importante que diferencia este trabalho dos supracitados é que grande parte 

deles não realizam esses testes estatísticos para validar o seu resultado. 
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CAPÍTULO 3 

 

3 FUNDAMENTAÇÃO TEÓRICA  

 

Este capítulo apresenta uma visão geral dos principais conceitos nos quais esta 

Tese se baseia, abordando conceitos de IA, AP, RNAs, RNRs, LSTM e BiLSTM. Os 

algoritmos de AM XGBoost e RF, que foram utilizados para comparação no presente 

trabalho também serão descritos. Aborda-se também o uso de sistemas IoT com 

RNPs, além de uma visão geral do sistema IoT EnergySaver e a proposta de 

acoplamento do módulo de RNP ao sistema IoT. 

 

3.1 Inteligência Artificial 

 

Nos dias atuais a IA pode ser considerada a tecnologia mais importante, tendo 

em vista sua utilização em diversas áreas do conhecimento, particularmente no que 

se refere a sistemas baseados em AM e RNPs. Grandes avanços nos campos de IA 

são observados principalmente nas áreas de percepção e cognição, especificamente 

em: reconhecimento de voz, de imagem, predição de STs, e solução de problemas 

específicos. 

Conforme Russell e Norvig (2013), a IA pode ser definida a partir de duas 

dimensões: as que se relacionam ao processo de pensamento e raciocínio, e as que 

se referem ao comportamento. Em seu livro “Inteligência Artificial” lançado em 2013, 

os autores apresentaram um panorama histórico da evolução da IA, que descreve 

desde a concepção dos seus conceitos até a data de sua publicação. De forma 

resumida, a evolução cronológica ocorreu da seguinte forma: 

 1943: foi apresentado o primeiro trabalho que introduziu os conceitos iniciais 

de IA, por Warren McCulloch e Walter Pitts, baseando-se em três fontes: 1) 

o conhecimento da fisiologia básica e da função dos neurônios no cérebro; 

2) uma análise formal da lógica proposicional criada por Russell e 

Whitehead; 3) a teoria da computação de Alan Turing. McCulloch e Pitts 

propuseram um modelo de neurônios artificiais, no qual cada neurônio se 

caracteriza por estar “ligado” ou “desligado”, com a troca para “ligado” 

ocorrendo em resposta à estimulação por um número suficiente de neurônios 
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vizinhos. Também sugeriram que redes definidas adequadamente seriam 

capazes de aprender. 

 1949: Uma regra simples de atualização para transformar as intensidades 

de conexão entre neurônios, foi demonstrada por Donald Hebb.  

 1950: Neste ano, o matemático inglês Alan Turing articulou a primeira visão 

de IA em seu artigo “Computing Machinery and Intelligence”. 

 1951: Construção do primeiro computador de rede neural por dois alunos de 

Harvard, Marvin Minsky e Dean Edmonds.  

 1952: Os primeiros anos da IA foram repletos de sucessos, mas de uma 

forma limitada. Considerando-se os primitivos computadores, as ferramentas 

de programação da época e o fato de que apenas alguns anos antes os 

computadores eram vistos como objetos capazes de efetuar operações 

aritméticas e nada mais, causava surpresa o fato de um computador realizar 

qualquer atividade remotamente inteligente. 

 1956: Foi realizada conferência no Dartmouth College em New Hampshire, 

nos Estados Unidos, com participação de matemáticos e lógicos, para 

discutir os fatores envolvidos na construção de computadores que 

simulassem aspectos do pensamento. Neste evento o matemático John 

McCarthy introduziu o termo “inteligência artificial”. No entanto, apesar de 

promissores, nenhum grande resultado foi obtido, mas o encontro de 

pesquisadores gerou interesse e material para os anos seguintes. 

 1957: Desde o início, os pesquisadores da IA eram ousados nos 

prognósticos de seus sucessos futuros. Herbert Simon, por exemplo, 

apresentou ao mundo uma visão de presente e futuro, com base em suas 

pesquisas, em que declarou que: “Não é meu objetivo surpreendê-los ou 

chocá-los, mas o modo mais simples de resumir tudo isso é dizer que agora 

existem máquinas que pensam, aprendem, criam e realizam atividades 

extremamente rápidas para resolução de uma variedade de problemas”. 

 1958: McCarthy publicou o artigo “Programs with common sense”, em que 

descrevia o Advice Taker, um programa hipotético que pode ser considerado 

o primeiro sistema de IA completo.  
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 1959: Herbert Gelernter construiu o Geometry Theorem Prover, que podia 

demonstrar teoremas que seriam considerados bastante complicados por 

muitos alunos de matemática. 

 1960-1965: O trabalho pioneiro baseado nas redes neurais de McCulloch e 

Pitts também prosperou. Winograd e Cowan (1963) apresentaram uma 

pesquisa onde mostrou que grande número de elementos podia representar 

coletivamente um conceito individual, com aumento correspondente na 

robustez e no paralelismo. Bernie Widrow (Widrow e Hoff, 1960; Widrow, 

1962) aperfeiçoou os métodos de aprendizado de Hebb, que denominou 

suas redes adalines, e por Frank Rosenblatt (1962) com seus perceptrons. 

O teorema da convergência do perceptron (Block et al., 1962) determina que 

o algoritmo de aprendizagem podia ajustar os pesos de conexão de um 

perceptron para corresponderem a quaisquer dados de entrada, desde que 

existisse tal correspondência. 

 1967: O livro de Minsky e Papert, Perceptrons (1967), provou que, embora 

os perceptrons (uma forma simples de rede neural) pudessem aprender tudo 

o que eram capazes de representar, eles podiam representar muito pouco. 

Tal publicação gerou uma controvérsia relacionada ao desestímulo das 

pesquisas em IA, que está relacionada ao chamado “inverno da IA” que é o 

período de pouco interesse de financiamento de pesquisas em IA. 

 1969: Em 1969 Buchanan et al. (1969) desenvolveram o programa 

DENDRAL que tinha por objetivo resolver o problema de inferir a estrutura 

molecular a partir das informações fornecidas por um espectrômetro de 

massa, tornando-se importante porque representou o primeiro sistema bem-

sucedido de conhecimento intensivo.  

 Durante a década de 70 a IA estava praticamente restrita ao ambiente 

acadêmico e os objetivos da pesquisa eram, principalmente, a construção 

de teorias e o desenvolvimento de programas que verificassem estas teorias 

para alguns poucos exemplos, por isso esse período foi chamado de “inverno 

da IA”. 

 1980:  Os sistemas baseados em IA fizeram tanto sucesso que se tornaram 

uma indústria lucrativa. Assim, a maioria das corporações importantes dos 
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Estados Unidos tinham seu próprio grupo de pesquisas em IA e estavam 

usando ou investigando sistemas especialistas. 

 1986: Ocorreu a popularização das RNAs com estudos baseados no 

algoritmo de aprendizado por retroprogramação, também foram introduzidos 

os chamados “modelos conexionistas” para sistemas inteligentes. Ocorreu 

também, a separação entre a IA e a ciência cognitiva, onde as novas 

pesquisas relacionadas a RNAs foram divididas em dois campos: 1) criação 

de algoritmos e arquiteturas de rede eficazes; 2) modelagem cuidadosa das 

propriedades empíricas de neurônios reais e conjuntos de neurônios. 

 1987-2000 (também na atualidade): IA se torna uma ciência, revolucionando 

as formas de trabalho em IA, em relação ao seu conteúdo e metodologia. 

Assim, ao invés de propor teorias inteiramente novas, passou-se a usar as 

teorias existentes como bases, e em termos de metodologia, a IA adotou o 

método científico. 

 2001-2013 e dias atuais: Disponibilidade de datasets muito grandes 

(Bigdata). Atualmente há uma explosão de pesquisas e utilização de IA, 

sendo totalmente presente em nosso cotidiano, a partir de smartphones, 

computador, tablets, automóveis, televisão, dentre outros dispositivos.  

 

Conforme Haykin (2009), o propósito da IA é construir padrões por meio de 

algoritmos utilizando as máquinas para desempenhar trabalhos de compreensão e 

aprendizado da mesma forma que os humanos. Assim sendo, um sistema de IA 

precisa ter habilidade para armazenar e aplicar o conhecimento salvo na resolução de 

problemas. 

A IA pode ser considerada um “guarda-chuva” abrangente, pois refere-se a 

programas de computadores que têm por objetivo de simular o comportamento 

humano. Dentro dessa abrangência destacam-se as RNPs e a AM. A AM é um 

conjunto de métodos matemáticos e estatísticos associados a programação de 

computadores, a fim de solucionar problemas através de classificação, regressão e 

segmentação (MOHRI, 2018). Para melhor entendimento da relação entre IA, AM e 

AP, deve-se visualizá-las como círculos concêntricos em que a IA surgiu primeiro, em 

seguida, com base em seus conceitos, surgiu a AM, e mais tarde a AP, conforme 

Figura 4.  
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Figura 4: Diferenças entre IA, AM e AP. 

 
Fonte: Adaptado de LeCun et al. (2015). 

  

 

De acordo com Chollet (2018), principal diferença entre a AM e AP é que a AM 

é, tecnicamente, a busca de representações úteis de alguns dados de entrada, em um 

espaço predefinido de possibilidades, usando a orientação de um sinal de feedback; 

já a AP é um subcampo da AM que apresenta uma nova abordagem de aprendizagem 

de representações de dados que enfatiza a aprendizagem de camadas sucessivas de 

representações cada vez mais significativas. Muitas vezes, envolve dezenas ou até 

centenas de camadas sucessivas de representações, e todas elas são aprendidas 

automaticamente com a exposição a dados de treinamento. 

Ainda sobre essa diferença, Chollet (2018), destaca que algumas abordagens 

de AM tendem a se concentrar no aprendizado de apenas uma ou duas camadas de 

representações dos dados, sendo normalmente chamadas de aprendizado superficial; 

enquanto na AP essas representações em camadas são (quase sempre) aprendidas 

por meio de modelos chamados redes neurais, estruturados em camadas literais 

empilhadas umas sobre as outras. 

 

3.2 Aprendizagem Profunda 

 

O cérebro humano é altamente complexo pois possui a capacidade de aprender 

e processar uma grande quantidade de informações em tempo mínimo. Para vários 
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autores, a aprendizagem humana é uma reação do cérebro às informações contidas 

no ambiente, tornando-se um processo baseado na experiência, que resulta em uma 

mudança de comportamento relativamente permanente (GERRIG e ZIMBARDO, 

2005; LEFRANÇOIS, 2008; MYERS, 2006; NOBRE, 2004). 

As unidades principais do cérebro são os neurônios onde as informações são 

transmitidas e processadas, e de acordo com Carvalho et al. (2011), eles são 

responsáveis pelo aprendizado e raciocínio humano. De forma mais específica, os 

autores apontam que os neurônios são formados pelos dendritos (conjunto de 

terminais de entrada) e pelos axônios (longos terminais de saída), servindo como base 

conceitual para o desenvolvimento de algoritmos que simulem esses processos. 

Existem abordagens propostas na literatura baseados em AM, com o objetivo 

de criar algoritmos computacionais que simulem o funcionamento do cérebro humano. 

Dentre os campos da AM, destaca-se o AP, o qual é baseado em um conjunto de 

algoritmos que visam moldar abstrações de altíssimo nível de dados a partir de um 

grafo profundo que possui inúmeras camadas utilizadas para processamento dos 

dados, sendo compostas por várias alterações lineares e não lineares. 

De acordo com Goodfellow (2016), a AP parece ser uma tecnologia nova, 

porém, possui uma longa e rica história, que surge a partir ano de 1943, tendo sido 

reformulado várias vezes, refletindo a influência de diferentes pesquisadores e 

diferentes perspectivas, tendo pequenos avanços nas décadas de 1950, 1960, 1970 

e 1980. Em 1943 os cientistas Warren McCulloch (neurofisiologista) e Walter Pitts 

(matemático), criaram um modelo computacional em conceitos matemáticos e 

algoritmos chamados threshold logic ou lógica de limiar, o qual permitiu pesquisas 

sobre a rede neural dividida em duas vertentes: a primeira com foco nos processos 

biológicos cerebrais e a segunda com foco na aplicação dessas redes neurais 

voltadas a IA, usada para imitar o processo de pensamento humano. 

Nessa perspectiva, em 1950, o matemático e cientista da computação britânico 

Alan Turing previu a existência futura de um supercomputador com inteligência 

semelhante à humana. O desenvolvimento dos fundamentos de um modelo com 

retropropagação contínua é creditada a Henry J. Kelley em 1960. Stuart Dreyfus, em 

1962, apresentou uma versão mais simples baseada apenas na regra da cadeia. 

Apesar do conceito de retropropagação existir desde o início dos anos 1960, apenas 

em 1985 tornou-se amplamente utilizada por pesquisadores. Desde então, essa 

técnica tem passado por constante evolução, trazendo inúmeras contribuições. 
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Para Goodfellow (2016), houve três ondas de desenvolvimento de AP: a 

primeira onda foi denominada cibernética abrangendo os anos de 1940 a 1960, com 

o desenvolvimento de teorias de aprendizagem biológica e implementações dos 

modelos iniciais como o perceptron, permitindo o treinamento de um único neurônio; 

a segunda onda começou com a abordagem conexionista nos anos 1980 a 1990, com 

retropropagação para treinar uma rede neural com uma ou duas camadas ocultas; e 

a terceira onda faz referência ao seu ressurgimento atual sob o nome de AP a partir 

de 2006, que permitiu realizar o treinamento de redes muito profundas. 

A Figura 5 apresenta uma linha do tempo básica para melhor compreensão em 

relação as três ondas.  

 

Figura 5: Três ondas históricas do aprendizado profundo. 

 
Fonte: Adaptado de Goodfellow (2016). 

 Na Figura 5, em ordem cronológica pode-se observar as três ondas históricas: 

a cibernética, a conexionista e AP. Entretanto, há de se destacar que na onda 

cibernética a definição do Perceptron mostrou-se útil para resolução de problemas 

linearmente separáveis. No entanto, na década de 1970, a partir de pesquisas, foi 

demonstrado que esse conceito possuía algumas limitações. Nesse contexto, surge a 

onda conexionista pautada em um novo conceito chamado algoritmo de 

retropropagação, onde permitiu-se treinar redes neurais a partir de poucas camadas 

ocultas. Além disso, o problema da perda de gradiente apoiou a ideia de que treinar 

redes neurais com mais do que poucas camadas, era um desafio complexo. A terceira 

onda (AP) surgiu a partir de pesquisas que mostraram ser possível treinar redes 

neurais artificiais com muitas camadas ocultas, conceito que vem sendo utilizadas até 

os dias atuais (GOODFELLOW, 2016).  

Os primeiros modelos de AP tinham múltiplas camadas com características não 

lineares baseados em modelos profundos com funções de ativação polinomial. 
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Segundo Schmidhuber (2015), a AP teve sua origem a partir das pesquisas de Alexey 

Grigorevich Ivakhnenko (que criou o método de grupo para manipulação de dados - 

Group Method of Data Handling, GMDH), e que junto com Valentin Lapa e 

McDonough, escreveram “Cybernetics and Forecasting Techniques” (Ivakhnenko et 

al., 1967). Modelos finos, porém profundos eram usados com funções de ativação 

polinomiais, para fazer análise de métodos estatísticos. Em cada camada, eles 

selecionavam os melhores recursos através de métodos estatísticos e encaminhavam 

para a próxima camada. Eles utilizaram mínimos quadrados camada por camada, 

onde as camadas anteriores foram independentemente instaladas em camadas 

posteriores, a partir de um processo lento e manual (NVIDIA, 2015). 

As primeiras redes neurais convolucionais foram usadas por Kunihiko 

Fukushima, e possuíam múltiplas camadas de agrupamento e convoluções. Em 1979, 

ele desenvolveu uma RNA a qual denominou Neocognitron, que usava um design 

hierárquico e multicamadas. Este design permitiu ao computador “aprender” a 

reconhecer padrões visuais. Essas redes eram semelhantes a versões modernas, no 

entanto foram treinadas a partir de uma estratégia de reforço de ativação recorrente 

em múltiplas camadas, ganhando força ao longo do tempo. Outro ponto importante de 

se destacar é que esse design permitiu que alguns recursos fossem ajustados 

manualmente aumentando o “peso” de certas conexões (NVIDIA, 2015). 

A retropropagação foi utilizada no início dos anos 1960 de uma forma ineficiente 

e incompleta. A forma moderna foi derivada primeiro por Linnainmaa (1970) em sua 

dissertação de mestrado, onde incluía o código Fortran para retropropagação, no 

entanto era relativamente desconhecida e existiam poucas aplicações documentadas. 

Os pesquisadores Rumelhart, Hinton e Williams (1986) revelaram que a 

retropropagação em redes neurais poderia produzir representações distribuídas 

interessantes, tornando-se um resultado importante na área da psicologia cognitiva, 

onde a questão era se a cognição humana pode ser pensada como baseada em 

representações distribuídas (conexionismo) ou lógica simbólica (computacionalismo). 

A primeira aplicação bem sucedida da retropropagação foi apresentada por LeCun et 

al. (1989). Ele usou redes convolucionais em combinação com retropropagação para 

classificar dígitos manuscritos (MNIST) e este sistema foi usado posteriormente para 

ler um grande número de cheques manuscritos nos Estados Unidos (NVIDIA, 2015). 

Apesar dos resultados promissores, os financiamentos para pesquisas em redes 

neurais eram escassos. O termo inteligência artificial quase caiu para o status de 
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pseudociência durante um período de tempo. Alguns avanços importantes foram 

obtidos nesta época, como por exemplo, as Redes Neurais LSTM apresentadas por 

Hochreiter e Schmidhuber (1997), a RNN Bidirecional no mesmo ano por Schuster e 

Paliwal (1997) e a LSTM Bidirecional por Graves e Schmidhuber (Graves et al., 2009; 

Graves e Schmidhuber, 2005, 2009). No entanto, apesar de as pesquisas continuarem 

apresentando resultados promissores, as mesmas passaram despercebidas, pois 

foram ofuscadas pelo desenvolvimento da SVM por Cortes e Vapnik (1995), que 

apresentavam bons resultados (NVIDIA, 2015). 

A grande mudança em relação a utilização do aprendizado profundo se deu com 

a introdução de unidades de processamento gráfico (graphics processing unit - 

GPUs), que tornaram os computadores com processamento mais rápidos. Desse 

modo, a medida que a velocidade das GPUs aumentavam, era possível treinar redes 

profundas, como redes convolucionais, sem a ajuda do pré-treinamento. Outro 

aspecto importante a ser destacado se refere a programação paralela em GPUs, onde 

as unidades de processamento gráfico, que possibilitam a realização de operações 

matemáticas de modo paralelo, especialmente aquelas com matrizes e vetores, os 

quais estão presentes em modelos de RNAs, permitiram a evolução atual, isto é, o 

somatório de Big Data (grande volume de dados); processamento paralelo e os 

modelos de AM (NVIDIA, 2015). 

No ano de 2009, no Workshop de Processamento de Sistemas de Redes Neurais 

sobre aprendizado profundo para Reconhecimento de Voz, verificou-se que mesmo 

com um grupo de dados extenso as redes neurais não precisam de treinamento prévio 

e os índices de falha caem significativamente. Em 2012, as pesquisas proporcionaram 

algoritmos de identificação de padrões artificiais com desempenho humano em 

algumas tarefas, como por exemplo o algoritmo do Google que identificava felinos. 

Entre os anos de 2012 e 2014, Google, Facebook e Microsoft perceberam essa 

tendência e fizeram grandes aquisições de startups de aprendizado profundo e 

equipes de pesquisa. Em 2015, o Facebook utilizou a AP para marcar e reconhecer 

automaticamente os usuários em fotografias. Os algoritmos executam tarefas de 

reconhecimento facial utilizando RNPs, dentre outras aplicações (CHAGAS, 2019). A 

partir do ano de 2017 a AP passou a ter maior notoriedade por fatores como o 

aperfeiçoamento da capacidade de processamento de chips, a maior disponibilidade 

de dados para treinamentos, além dos grandes avanços obtidos por pesquisas com 
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métodos cada vez mais eficazes para funções complexas e não lineares (CHUNG et 

al., 2015; LECUN et al., 2010). 

Os modelos de aprendizado profundo baseados em RNAs profundas utilizam 

variados tipos de algoritmos, onde cada modelo é adequado para executar tarefas 

específicas. Eles conseguem encontrar bons resultados a partir de vários tipos de 

dados, porém, necessitam de grande capacidade de poder computacional e 

informações para resolver problemas complicados. 

 

3.3 Redes Neurais Artificiais 

 

Desde que as RNAs começaram a surgir, várias definições foram formuladas 

por diferentes pesquisadores e em todas elas prevaleceram as semelhanças com 

sistema nervoso biológico. Isso porque a principal motivação do seu surgimento foi a 

premissa de que o cérebro humano é semelhante a um computador com 

processamento de informações altamente complexas. As RNAs por meio de 

algoritmos, podem reconhecer padrões ocultos, realizar correlações em dados brutos, 

agrupar, classificar, e aprender com os erros gerando resultados melhor em testes 

futuros (HAYKIN, 1998). 

Conforme Nelson e Illingworth (1990) as RNAs são técnicas de processamento 

de informações, com objetivo de simular em computadores o funcionamento do 

sistema nervoso biológico. Para, Fausett (1994) as RNAs são sistemas de 

processamento de informações com características similares às das redes neurais 

biológicas. Zhang et al. (1998), destaca que as RNAs são projetadas para identificar 

tendências em datasets e fazer uma generalizações a partir dela.   

Segundo Haykin (1998), uma RNA é um sistema de processamento 

maciçamente paralelo, sendo constituído por unidades simples que possuem 

capacidade natural para armazenar conhecimento experimental adquirido e 

disponibilizá-lo para uso futuro, denominadas de neurônios artificiais.  

As RNAs são compostas de camadas de muitos processadores simples 

chamados neurônios, com conexões em diferentes camadas, visando transformar 

dados para que possam classificá-los como uma saída. Os neurônios são ativados 

por meio de conexões ponderadas de neurônios previamente ativos, conforme Figura 

6 (HAYKIN,1998).  
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Figura 6: Camadas das Redes Neurais. 

 
Fonte: Adaptado de Haykin (1998). 

  

Na Figura 6 pode-se observar o funcionamento genérico de uma RNA. A 

habilidade de aprender em um determinado ambiente é a característica mais 

importante das redes neurais, melhorando assim seu desempenho. Isso ocorre 

mediante um processo iterativo de ajustes aplicado a seus pesos, chamado de 

treinamento, assim, o aprendizado ocorre a partir do momento que a rede encontra 

uma solução generalizada para uma classe de problemas. 

A estrutura que ficou conhecida como a unidade básica de uma rede neural foi 

inicialmente projetada por McCulloch e Pitts (1943), onde os mesmo propuseram um 

modelo de neurônio artificial como uma unidade de processamento binária e mediante 

testes provaram que elas são capazes de executar várias operações lógicas. A 

arquitetura básica modelo de McCulloch-Pitts de um neurônio artificial é apresentada 

na Figura 7 (HAYKIN, 2009). 

Figura 7: Modelo de um neurônio artificial. 

 
Fonte: Adaptado de Haykin (2009). 

  



53 
 

 A formação de neurônios artificiais possui três elementos básicos: as conexões 

de entradas, a junção de soma e uma função de ativação. Cada entrada possui 

ponderação por um peso sináptico, onde 𝑥1, 𝑥2,..., 𝑥𝑚 são as entradas da rede; 𝑤𝑘1, 

𝑤𝑘2,..., 𝑤𝑘𝑚 são os pesos sinápticos associados a cada entrada; a execução do 

neurônio se dá pelo somatório de todas as suas entradas multiplicadas por seus pesos 

sinápticos; 𝑏𝑘 é o termo de bias (representada pela entrada fixa que aumenta ou 

diminui a entrada líquida da função de ativação), que tem a função de aumentar o grau 

de liberdade dos ajustes dos pesos; 𝑣𝑘 é a combinação linear dos sinais de entrada; 

𝜑(. ) é a função de ativação onde ocorre a transformação não linear; e 𝑦𝑘 é a saída do 

neurônio (HAYKIN, 2009). 

Para Haykin (2009), o aprendizado de uma rede neural é dependente de sua 

arquitetura (quantidade de neurônios e conexões) e das regras em que são ajustados 

os pesos da conexões entre neurônios. Em termos matemáticos a entrada total 

recebida um neurônio artificial pode ser representado como:  

 

  𝑣𝑘 = ∑ 𝑤𝑘𝑗  𝑥𝑗 
𝑚
𝑗=0         (1) 

 

na qual: 𝑣𝑘 é a entrada total do neurônio; 𝑚 representa o total de atributos de 

um objeto 𝑥 e o número de terminais de entrada; 𝑤𝑘𝑗, 1 ≤ 𝑗 ≤ m representa o peso do 

vetor de pesos 𝑤, aplicado ao terminal de entrada 𝑗; e 𝑥𝑗, 1 ≤ 𝑗 ≤ m representa o atributo 

𝑗 do objeto 𝑥. 

O propósito da função de ativação em uma RNA é restringir a amplitude da 

saída do neurônio de acordo com o problema a ser solucionado, ou seja, definir um 

limite para a saída por um intervalo de valor finito.  

 

3.3.1 Treinamento de RNAs 

 

Para Faceli et al., (2011), a essência de um algoritmo de aprendizado é a regra 

utilizada para propor o seu aprendizado durante o treinamento, tendo em vista que é 

a partir da regra de atualização dos pesos que são determinados como os pesos das 

conexões entre os neurônios serão modificados. Nesse contexto, Buduma e Locascio 

(2017) apontam que essas regras de aprendizagem são chamadas otimizadores e 
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visam maximizar o desempenho de um determinado modelo de aprendizado, pois irão 

ajustar iterativamente seus parâmetros objetivando minimizar o erro. No entanto, 

Haykin (2009) destaca que a frequência de atualização dos pesos deve ser analisada, 

tendo em vista que influencia no desempenho obtido durante o treinamento da rede. 

Segundo Buduma e Locascio (2017) para realizar a atualização dos pesos das 

conexões de uma rede neural existem duas abordagens diferentes: 

(a) Por padrão (online), em que os pesos são atualizados após a apresentação 

de cada padrão de treinamento. 

(b) Por ciclo (batch), onde os pesos são atualizados após um número n de 

padrões terem sido apresentados, sendo normalmente a mais precisa e 

estável. 

 

É importante destacar que existem inúmeras maneiras de tornar esse processo 

ainda mais eficiente, que vão desde as observações do programador durante 

realização testes para esse fim, até a utilização de ferramentas automatizadas que 

visam determinar as melhores configurações de hiperparâmetros para o problema em 

questão. Os principais hiperparâmetros serão descritas na Subseção seguinte. 

 

3.3.2 Underfitting e Overfitting 

 

Dois dos problemas mais recorrentes em implementações de redes neurais 

estão relacionados ao quão bem um dado modelo se ajusta aos dados de treinamento, 

eles são conhecidos como Underfitting e Overfitting. No processo de aprendizado de 

um modelo, o conjunto de dados usados para o treinamento costumam ser iterados 

várias vezes, na tentativa de fazer com que o modelo consiga capturar melhor a 

tendência e a variância dos dados. Essa iteração é chamada de épocas (do inglês: 

epochs). Um dos problemas encontrado no aprendizado de máquina é saber 

exatamente por quantas épocas o modelo deve ser treinado para encontrar o 

resultado otimizado, pois caso seja treinado por poucas iterações pode ocorrer 

underfitting (sub-ajuste) e se treinado demais, acontece o overfitting (sobre-ajuste). 

Underfitting ocorre quando o modelo não consegue capturar a tendência 

subjacente dos dados. A falta de complexidade da função que mapeia a entrada em 

uma saída prejudica a precisão do modelo. 
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Overfitting é um erro de modelagem que ocorre quando uma função (ou 

modelo) é treinada com um conjunto limitado de pontos de dados. Isto significa que 

caso haja overfitting no treinamento, o modelo construído será muito bom em 

classificar o dataset usado para o aprendizado, mas costuma obter um mau 

desempenho para dados ainda não utilizados, ou seja, não generaliza os padrões bem 

o suficiente. 

Para evitar underfitting é necessário aumentar a complexidade/grau da função 

que mapeia a entrada na saída. Já para evitar o overfitting, é necessário utilizar 

algumas técnicas um pouco mais complexas, dentre as quais as que foram utilizadas 

neste trabalho, sendo a validação cruzada descrita da Subseção 4.5.3. 

 

3.3.3 Configuração de Hiperparâmetros em Redes Neurais 

 

Um dos problemas enfrentados ao utilizar uma rede neural para resolução de 

um determinado problema está relacionado a sua configuração no que diz respeito à 

definição de seus hiperparâmetros. Trata-se de uma tarefa complexa pois envolve a 

definição adequada de variáveis visando maximizar o seu desempenho. Para Claesen 

e Moor (2015), os hiperparâmetros são usados para configurar vários aspectos do 

algoritmo utilizado e influenciam de variadas formas na rede neural e em seu 

desempenho. Já Reimers e Gurevych (2017), enfatizam que a escolha de 

hiperparâmetros pode representar a diferença entre o desempenho pífio ou excelente. 

Existem inúmeras pesquisas (por ex: Claesen e Moor (2015), Reimers e 

Gurevych (2017), dentre outros) que buscam encontrar formas para determinar uma 

configuração ideal de hiperparâmetros visando a resolução de problemas com redes 

neurais, no entanto, cada pesquisa tem suas peculiaridades onde as observações a 

serem trabalhadas são diferentes, bem como as STs tem suas especificidades. Desse 

modo, pode-se concluir que sempre que uma pesquisa nessa temática é publicada, 

os autores apontam apenas sugestões que estão fundamentadas em experiências 

vividas por especialistas no assunto e no bom senso, sendo que em várias situações 

podem não ser generalizadas a grande parte dos problemas. 

Os principais hiperparâmetros de uma rede neural são detalhados na Tabela 3 

a seguir. 
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Tabela 3: Principais hiperparâmetros de uma RNA e sua função. 

 

 

 

Hiperparâmetros Descrição 

Número de unidades  
de células recorrentes  
(Units) 

Esta variável define a profundidade da rede neural, tendo 
em vista que as RNPs podem trabalhar com um grande 
número de camadas. Quanto maior a profundidade maior 
o tempo de treinamento do modelo. 

Taxa de esquecimento 
(Dropout) 

Trata-se de uma técnica utilizada em RNAs modernas 
para prevenir Overfitting, neste caso, consiste em 
descartar uma certa porcentagem dos neurônios em cada 
etapa de treinamento. No momento de fazer previsões, 
todos os neurônios são mantidos e a rede neural atua 
como uma grande mistura de sub-redes menores. 

O tamanho do lote 
(BatchSize) 

É uma otimização que se refere a quantidade de exemplos 
de treinamento usados em uma iteração, ou seja, define o 
número de amostras que serão propagadas pela rede. A 
vantagem de usar um BatchSize menor que número das 
amostras é que ele requer menos memória, pois a rede 
será treinada com menos amostras. E a desvantagem é 
que não há garantia que o modelo vai convergir para o 
ótimo global. 

O número de épocas 
(Epochs) 

Define o número de vezes que todo o dataset de treino 
será apresentado para a rede durante o treinamento. É 
importante destacar que se o número de épocas for muito 
pequeno, a rede encontrará dificuldades em assimilar 
padrões que são pouco comuns nos dados, contudo, se 
esse valor for muito grande, pode ocorrer o overfitting. 

Algoritmos de 
otimização (Optimizer) 

A função do otimizador em uma rede neural é diminuir o 
erro entre os resultados obtidos em relação aos resultados 
desejados. Desse modo, quanto menor o erro, maior a 
acurácia dos resultados e consequentemente melhor o 
desempenho da rede. Reimers e Gurevych (2017), em 
extensivos testes realizados, concluíram que os 
otimizadores Adam, Nadam e RMSprop produziram 
resultados mais estáveis e melhores para as tarefas de 
rotulagem de sequência. 

Função de perda (loss 
function) 

Esta função calcula o erro em relação a distância entre o 
valor previsto e o valor real.   

Métricas de 
desempenho das 
RNAs (metrics) 

As métricas de desempenho calculam a diferença entre a 
predição esperada e o resultado calculado pelo modelo. 
Elas são utilizadas para treinamento e avaliação. As 
métricas utilizadas neste trabalho estão descritas na 
Subseção 4.7. 
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Fonte: Elaboração própria, 2022. 

 

De modo geral, Goodfellow et al. (2016) destacam que os valores dos 

hiperparâmetros não são adaptados pelo próprio modelo de aprendizado, contudo é 

possível projetar um algoritmo alinhado a um determinado modelo de aprendizagem 

visando encontrar os melhores hiperparâmetros.  

 

3.3.4 Funções de Ativação de uma RNA 

 

Haykin (2009) aponta que existem diversas funções de ativação que podem ser 

usadas, com destaque para Limiar, Linear, Sigmoidal, ReLU (unidade linear 

Retificada, do inglês Rectified Linear Units) e a Softmax. As representações gráficas 

dessas funções de ativação são mostradas na Figura 8 a seguir.  

 

Figura 8: Funções de Ativação de uma RNA. 

 
Fonte: Adaptado de Haykin (2009). 

Função de Ativação 
(activation) 

É um elemento importante em uma RNA, pois é onde 
ocorre a decisão da ativação ou não de um neurônio, ou 
seja, se a informação recebida pelo neurônio é relevante 
ou se será ignorada. Na Subseção 3.3.3 serão descritas 
as funções de ativação comumente utilizadas em RNAs. 



58 
 

 Na Função Limiar ou degrau: A saída do neurônio assume valor “0” quando seu 

resultado for negativo, e valor “1” caso contrário, da seguinte forma:  

 

𝜑(𝑣) = {
1 𝑠𝑒 𝑣 ≥ 0

0 𝑠𝑒 𝑣 < 0
   (2) 

 

Na Função Linear: Esse tipo de função é visto como uma aproximação de um 

amplificador não linear, descrita como como: 

 

𝜑(𝑣) =

{
 
 

 
 1      𝑠𝑒      𝑣 ≥    

1

2

𝑣, 𝑠𝑒 −
1

2
< 𝑣 <  

1

2

0     𝑠𝑒     𝑣  ≤   −
1

2

   (3) 

  

  Função Sigmoidal: é a função de ativação mais utilizada em RNAs, 

normalmente definida como uma função monotonia crescente que apresenta 

propriedades assintóticas e de suavidade. Elas podem ser encontradas de várias 

formas, porém as mais comuns são: a função logística e a função tangente hiperbólica, 

representadas respectivamente por: 𝜑(𝑣) =
1

1+ 𝑒−𝑎𝑣
 , onde 𝑎 é o parâmetro de 

inclinação da função sendo que quanto maior seu valor, mais inclinada a curva se 

tornará; e: 𝜑(𝑣) = 𝑡𝑎𝑛ℎ(𝑣), função que pode assumir valores negativos. 

Função ReLU: é uma função de ativação não linear amplamente utilizada para 

extrair características, podendo ser utilizada tanto para pré-treinamento quanto para 

classificação, pois possui uma alta velocidade de convergência. Seu principal objetivo 

é reduzir o tempo de treinamento de RNPs, sendo aplicada aos neurônios das 

camadas ocultas. Se a entrada do neurônio for negativa, ele não é ativado o que torna 

o processamento mais eficiente. A equação da ReLu pode ser descrita como:  

𝜑(𝑣) =  𝑚𝑎𝑥 (0, 𝑣), onde, 𝜑(𝑣) é a saída da função que retorna o valor máximo 

entre 0 e o valor de 𝑣, que é o parâmetro que está sendo analisado. A ReLU retorna 

o seu próprio valor para valores positivos e 0 para todos os valores negativos com 

tendência de “apagar” alguns neurônios durante um passo forward, o que aumenta a 



59 
 

velocidade do treinamento, mas por outro pode fazer com que esses neurônios 

“morram” e não aprendam nada se eles só receberem valores negativos. 

Função Softmax: é utilizada para resolução de problemas de classificação e 

pode ser vista como uma generalização da função sigmoide para casos não-binários. 

Sua principal utilização é na camada de saída, quando o domínio do problema é 

multiclasse, onde cada neurônio de saída representa uma classe, e a soma da saída 

de todos os neurônios é 1, e o valor de cada neurônio de saída é a probabilidade da 

entrada pertencer a certa classe. Essa função pode ser descrita por:  

 

 𝜑(𝑣) =
𝑒𝑧𝑖

∑   𝑒
𝑧𝑗𝑘

𝑗=1

    (4) 

na qual, 𝑧𝑖 é o i-ésimo termo do vetor 𝑧 e 𝑧𝑗 é o j-ésimo termo do mesmo vetor, 

ou seja, é uma função que recebe um vetor com 𝑧 números reais e o normaliza em 

uma distribuição probabilística para os 𝑧 valores. 

 

3.4 Redes Neurais Recorrentes 

 

As RNRs possuem como característica as realimentações entre os seus 

neurônios, onde suas conexões não se limitam ao sentido de entrada para a saída 

como na feedforward. Deste modo, se houver uma ligação que caracterize como um 

retorno de uma informação de um neurônio ou entrada anterior, então esta rede neural 

pode ser considerada como recorrente. Essas redes são utilizadas principalmente em 

previsão de séries temporais, otimização de funções e identificação de sistemas, 

controle de processos; tendo em vista possibilitar soluções para problemas com 

dependência temporal entre as amostras (HAYKIN, 2009). Mais informações sobre 

RNRs e seu contexto histórico na IA são dadas na extensa revisão feita por 

Schmidhuber (2015). 

Conforme Olah (2015) as RNR são redes neurais com loops que possuem 

estruturas de processamento representando uma ampla variedade de procedimentos 

dinâmicos, permitindo a criação de representações internas e dispositivos de memória 

que tornam-se capazes de processar e armazenar informações temporais e sinais 

sequenciais. Essas RNRs foram projetadas principalmente para reconhecer padrões 

em sequências de dados. 
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De forma bem detalhada e explicativa, Zaremba et al. (2014) descrevem que 

as RNRs são uma classe de redes neurais que recebem entrada de duas fontes: uma 

do presente, e outra de um ponto passado. Assim sendo, mediante as informações 

dessas duas fontes ocorre a decisão por meio de um circuito de feedback (saída de 

cada instante é uma entrada para o instante seguinte), para decidir o que deve ser 

feito a partir de uma nova entrada de dados. 

De acordo com Haykin (2009), as arquiteturas de RNRs podem ser de quatro 

tipos: modelo recorrente de entrada e saída (Input–Output Recurrent Model), modelo 

de espaço de estados (State-Space Model), MLP recorrente (Recurrent Multilayer 

Perceptrons - RMLP) e rede de segunda ordem (Second-Order Network). 

No modelo recorrente de entrada e saída, sua arquitetura genérica é formada 

por uma MLP possuindo uma única entrada que é aplicada a uma memória de linha 

de atraso tapada de q unidades. Esse modelo tem uma única saída que é 

realimentada à entrada por meio de outra memória de linha de atraso de derivação, 

também de q unidades. Além disso, o conteúdo das memórias de linha de atraso de 

toque são utilizados para alimentar a camada de entrada da MLP (HAYKIN, 2009). 

Já no modelo de espaço de estados, os neurônios ocultos definem o estado da 

rede, onde a saída da camada oculta é realimentada para a camada de entrada 

(concatenação de nós de feedback e nós de origem) por meio de um banco de atrasos 

de tempo unitário, ficando conectada ao ambiente externo por meio dos nós de 

origem. Assim, a ordem do modelo é determinado pelo número de atrasos unitários 

usados para alimentar a saída da camada oculta, retornando à camada de entrada 

(HAYKIN, 2009). 

O outro modelo trata-se da MLP recorrente, que possui uma ou mais camadas 

ocultas, onde cada camada possui retroalimentações em torno de si. É uma rede 

híbrida neural (feedforward/feedback) com a realimentação representada por 

conexões recorrentes e cruzamentos apropriados. Ela é usada na identificação da 

dinâmica de sistemas não lineares desconhecidos, sendo composta basicamente por 

uma camada de entrada, várias camadas ocultas e uma camada de saída (HAYKIN, 

2009). 

Por fim, o modelo de segunda ordem tem como característica a mudança de 

seus pesos dinâmicos de acordo com o estado interno, ou seja, a ativação dos nós de 

contexto. Os nós - que são a entrada para a rede de contexto - e a ativação deles 

atualiza os pesos da rede de funções a cada passo de tempo, através dos pesos da 
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rede de contexto. Vale ressaltar que o termo “ordem” é utilizado para fazer referência 

ao número de neurônios ocultos, cujas saídas são realimentadas para a camada de 

entrada por meio de um banco de atrasos de unidades de tempo. Ainda em outro 

contexto, o termo “ordem” é usado, geralmente para se referir à maneira pela qual o 

campo local induzido de um neurônio é definido (HAYKIN, 2009). 

Para Haykin (2009), o principal problema das RNRs consiste no fato de que 

com o tempo o gradiente da função de custo decai exponencialmente e o modelo para 

de aprender, ou seja, ocorre a limitação da capacidade de "lembrar" de grandes 

quantidades de dados ao longo do processo. De acordo com Hochreiter e 

Schmidhuber (1997), esse problema é chamado de problema da dissipação do 

gradiente (Vanishing Gradient), que também ocorre em outras RNAs. 

Assim sendo, para contornar problema, em 1997 Hochreiter e Schmidhuber 

propuseram uma arquitetura conhecida como LSTM. No mesmo ano Schuster e 

Paliwal (1997) apresentaram a RNN Bidirecional. Posteriormente Graves e 

Schmidhuber (Graves et al., 2009; Graves e Schmidhuber, 2005, 2009) aplicaram os 

conceitos da RNN Bidirecional à LSTM, apresentando a abordagem LSTM 

Bidirecional. Nas subseções 3.3 e 3.4 as rede neural LSTM e BiLSTM serão descritas 

detalhadamente. 

  

3.5 Redes Neurais LSTM 

 

Conforme mencionado anteriormente, os conceitos de redes neurais LSTM 

foram inicialmente introduzidas por Hochreiter e Schmidhuber em 1997, visando 

propor uma solução para o problema do vanishing gradient, comum em RNRs. Além 

da proposta dessa estrutura de rede, foi apresentado também um recálculo para os 

gradientes obtidos no ajuste do pesos por meio do backpropagation. De modo geral, 

a LSTM possui capacidade de reter maiores informações de entradas passadas (long-

term memory) ao mesmo tempo que mantém a relevância de estados recentes.  

Graves e Schmidhuber (2005) apontaram que a arquitetura LSTM foi motivada 

por uma análise do fluxo de erros em RNNs existentes, que constatou que longos 

atrasos de tempo eram inacessíveis às arquiteturas existentes, porque o erro 

retropropagado aumenta ou decai exponencialmente. 

Uma unidade LSTM é composta de um neurônio e portões (gates) de entrada, 

esquecimento e saída. O neurônio é responsável pela memória da rede, representada 
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pela ativação baseada na soma ponderada e os portões são uma forma de, 

opcionalmente, permitir a passagem informação (HOCHREITER e SCHMIDHUBER, 

1997; SCHMIDHUBER, 2014). 

A estrutura de uma rede LSTM é semelhante a de uma RNR padrão, porém, os 

módulos possuem componentes internos diferentes. Em uma LSTM o estado da célula 

é a parte mais importante, tendo em vista transmitir informações ao longo da cadeia. 

A informação no estado da célula é descartada ou modificada por várias unidades que 

são chamadas de portões. A estrutura de um módulo de uma rede LSTM é mostrada 

na Figura 9 (HASAN et al., 2019). 

 

Figura 9: Estrutura de um módulo de uma rede LSTM. 

 
Fonte: Adaptado de Hasan et al. (2019). 

 

O funcionamento dos portões são descritos a seguir conforme Hasan et al. 

(2019), apresentados nas Figuras 10, 12 e 13, e nas Equações 4 a 9 (onde 𝑊𝑓, 𝑊𝑖, 

𝑊c e 𝑊𝑜, são parâmetros de pesos, 𝑏𝑓, b𝑖, bc e 𝑏𝑜, são vetores de bias, C̃𝑡  é a célula 

de memória candidata que determina o quanto levamos os novos dados em conta, e 

σ é a função sigmoide). 

O portão de esquecimento  𝑓𝑡 ilustrado na Figura 10 (destacado na cor azul 

dentro no módulo LSTM), consiste em uma camada sigmoide que leva o estado oculto 

anterior (ℎ𝑡−1) e a entrada atual (𝑥𝑡) para produzir uma saída entre 0 e 1. Essa 

camada decide quais informações devem ser mantidas ou descartadas pela rede. Um 

valor 0 significa esquecer as informações anteriores e 1 significa manter as 

informações anteriores. A saída do portão de esquecimento é escrita como: 

 

  𝑓𝑡 =  𝜎(𝑊𝑓. [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑓)        (4) 
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Um exemplo de aplicação desse portão é no reconhecimento de escrita, na 

qual a rede deve ser capaz de sugerir palavras baseadas no assunto que está sendo 

escrito no momento e, também, reconhecer que o assunto mudou, esquecendo o 

primeiro assunto e com base no novo assunto sugerir novas palavras.  

 

Figura 10: Módulo LSTM com destaque para o portão de esquecimento. 

 

 
Fonte: Adaptado de Hasan et al. (2019). 

 

No portão de entrada 𝑖t ilustrado na Figura 11 (destacado na cor azul dentro do 

modulo LSTM), são decididas quais novas informações serão armazenadas no estado 

da célula. Assim sendo, o portão de esquecimento utiliza uma função sigmoide e uma 

função tanh (tangente hiperbólica) para decidir quais informações serão adicionadas 

no estado da célula. Ambas as funções assumem (ℎ𝑡−1) e (𝑥𝑡) como valor de entrada. 

A saída sigmoide determina se a informação atual é importante ou não, enquanto a 

função tanh regula a rede tornando o valor entre -1 e +1, a partir da célula de memória 

candidata C̃𝑡. Finalmente, ambas as saídas são multiplicadas: 

 

 𝑖t =  σ(𝑊𝑖 . [ℎ𝑡−1, 𝑥𝑡] + b𝑖)           (5) 

 

 C̃𝑡 = 𝑡𝑎𝑛ℎ (𝑊c . [ℎ𝑡−1, 𝑥𝑡] + bc)                (6) 

 

Na segunda parte dessa etapa os valores resultantes das duas camadas são 

combinados para atualizar o estado de célula. 
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Figura 11: Módulo LSTM com destaque para o portão de entrada. 

 
Fonte: Adaptado de Hasan et al. (2019). 

 

A partir da saída do portão de esquecimento e do portão de entrada, as 

informações no estado da célula são atualizadas realizando a multiplicação do estado 

da célula atual e da saída do portão de esquecimento. Se 𝑓𝑡 for 0, a multiplicação 

também resultará em zero, o que significa abandono total do valor anterior. Caso 

contrário, se 𝑓𝑡 for 1, ele é mantido. Posteriormente, a adição pontual atualiza o estado 

da célula como: 

𝐶𝑡 = 𝑓𝑡  ×  𝐶𝑡−1 + it   ×  C̃𝑡.                (7) 

 

Por fim, o portão de saída 𝑂𝑡 ilustrado na Figura 12 (destacado na cor azul 

dentro do módulo LSTM), determina a saída final e também atua como o próximo 

estado oculto, ℎ𝑡. Neste portão, uma função sigmoide leva ℎ𝑡−1 e 𝑥𝑡 como a entrada 

e o estado atual da célula 𝐶𝑡 é passado através de uma função tanh. Em seguida, a 

saída sigmoide e a saída tanh são multiplicadas para determinar quais informações a 

camada oculta vai transportar, da seguinte forma: 

 

  𝑂𝑡 =  𝜎(𝑊𝑜. [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑜)        (8) 

ℎ𝑡 = 𝑂𝑡  × 𝑡𝑎𝑛ℎ(𝐶𝑡)                (9) 
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Figura 12: Módulo LSTM com destaque para o portão de saída. 

 
Fonte: Adaptado de Hasan et al. (2019). 

 

A estrutura de portões utilizada pelas redes LSTM é o que permite a solução 

de diversos problemas relacionados a modelos sequenciais com dependências, como 

é o caso do problema de previsão de consumo de energia elétrica, abordado nesta 

pesquisa. 

Visando otimizar o desempenho das RNRs, Schuster e Paliwal (1997) 

apresentaram uma abordagem para uso das RNR bidirecionais (BRNRs). A aplicação 

dessa técnica foi feita também com o objetivo melhorar o desempenho de qualquer 

RNR. Baseado nessa abordagem, Graves e Schmidhuber (Graves et al., 2009; 

Graves e Schmidhuber, 2005, 2009), propuseram a LSTM Bidirecional. Na próxima 

Subseção são apresentados mais detalhes sobre as LSTMs bidirecionais. 

 

3.6 Redes Neurais BiLSTM 

 

Schuster e Paliwal (1997) apresentaram os primeiros conceitos de RNRs 

bidirecionais. Sua ideia básica é apresentar cada sequência de treinamento para 

frente e para trás a duas redes recorrentes separadas, ambas conectadas à mesma 

camada de saída. (Em alguns casos, uma terceira rede é usada no lugar da camada 

de saída, mas aqui usamos o modelo mais simples). Isso significa que, para cada 

ponto em uma determinada sequência, a BRNN tem informações completas e 

sequenciais sobre todos os pontos anteriores e posteriores à sequência (GRAVES e 

SCHMIDHUBER, 2005). Assim sendo, duas redes independentes podem processar 

os dados de entrada em sequências opostas, para dados cujo início e fim são 

conhecidos previamente, por exemplo, para o problema de estimativa do limite do 
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fonema (FUKADA et al., 1999). Uma sequência é processada na direção usual de 

avanço (forward state), enquanto a sequência também é processada do final para o 

início (backward state), conforme mostrado na Figura 13.  

 

Figura 13: Estrutura da célula de uma BRNR. 

 
Fonte: Adaptado de Schuster e Paliwal (1997). 

 

Dentro de uma estrutura BRNN, os neurônios de um RNN normal são divididos 

de forma bidirecional: um para estados atrasados ou direção de tempo negativa, e 

outro para estados avançados ou direção de tempo positiva. As entradas da direção 

inversa não estão conectadas aos resultados de ambos os estados. Assim, usando 

duas direções de tempo, podem ser usados dados de entrada, do passado e do futuro. 

O conceito BRNN foi combinado com a estrutura LSTM, e aplicações bem-sucedidas 

usando a Bidirecional LSTM (BiLSTM) foram desenvolvidas (por exemplo, Graves et 

al., 2009; Graves e Schmidhuber, 2005, 2009). 

Para Jurafsky e Martin (2000), o objetivo de uma BiLSTM consiste em obter 

mais conhecimento em relação a um determinado contexto ao capturá-lo em mais de 

uma perspectiva, para então concatenar ambas as saídas em uma representação 

contextual única em cada tempo t, conforme demonstrado na notação a seguir: 

 

  ℎ𝑡
𝑓
= 𝑅𝑁𝑅forward (𝑥1

𝑡)        (10) 

  ℎ𝑡
𝑏 = 𝑅𝑁𝑅backward (𝑥𝑡

𝑛)        (11) 

 ℎ𝑡 = ℎ𝑡
𝑓
 ⊕  ℎ𝑡

𝑏,                      (12) 
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dado que ℎ𝑡
𝑓

 corresponde ao conhecimento de contexto obtido do começo até o passo 

t, e ℎ𝑡
𝑏 o conhecimento é obtido da direita até o passo atual. 

De acordo com Sharfuddin et al. (2018), na implementação de uma BiLSTM 

são utilizadas duas camadas de LSTM, sendo que uma das camadas é responsável 

pelos estados passados, enquanto a outra é responsável pelos estados futuros, 

conforme Figura 14. 

 

Figura 14: Modelo da rede BiLSTM. 

 
Fonte: Adaptado de Sharfuddin et al. (2018). 

 

 

Conforme Zhao (2018), a estrutura da BiLSTM pode ser explicada da seguinte 

forma: a rede tem duas camadas ocultas, as setas horizontais representam o fluxo 

bidirecional no eixo temporal; as setas verticais representam o fluxo unidirecional da 

camada de entrada para a camada oculta e da camada oculta para a camada de saída 

(linhas retas). As linhas curvas são fluxos de unidades para frente e para trás, 

respectivamente.  

De forma mais detalhada, Zhao (2018), explica o funcionamento da BiLSTM 

como: deixe 𝑆 = {(𝑦𝑖 , 𝒙𝑖)}
𝑖=1

𝑁
 representar o conjunto de N amostras. Para a amostra, 

a entrada 𝒙𝑖 tem quatro recursos: trajetória em três dimensões e um relógio de tempo. 

A saída 𝑦𝑖 depende de diferentes tarefas. Para a tarefa de classificação de acerto e 

erro, 𝑦𝑖 tem um valor binário de acerto e erro. Para a tarefa de geração, 𝑦𝑖 é a 

avaliação do próximo ponto 𝒙𝑖+1. Além disso, o autor aponta que uma única camada 
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BLSTM pode ser concatenada com uma sequência direta e uma sequência inversa, 

conforme demonstrado na notação a seguir: 

 

 ℎ⃗ 𝑡 = 𝐿𝑆𝑇𝑀 (𝑥𝑡,  ℎ⃗ 𝑡−1 )                       (13) 

ℎ⃗⃖𝑡 = 𝐿𝑆𝑇𝑀 (𝑥𝑡 , ℎ⃗⃖𝑡−1  )                       (14) 

𝑦𝑡 = 𝑔 (𝑊ℎ𝑦⃗⃗⃗⃗  ⃗ ℎ⃗⃖𝑡 + 𝑊ℎ𝑦⃖⃗⃗⃗⃗⃗   ℎ⃗⃖𝑡 + 𝑏𝑦 )                     (15) 

 

onde, 𝐿𝑆𝑇𝑀 () é usada para representar todas as funções de uma LSTM padrão,  𝑔() 

representa a função de ativação, 𝑊 representa o peso e 𝑏 representa o viés de uma 

determinada camada. 

De acordo com Liang et al. (2019), durante a fase bidirecional da rede, as 

saídas produzidas são concatenadas e os seus valores normalizados por meio de uma 

função de ativação que produz a saída final da rede. 

De modo geral, em relação a diferença entre as redes neurais LSTM e BiLSTM, 

Sharfuddin et al. (2018) destacam que as redes neurais LSTM unidirecionais, 

permitem o fluxo de entrada em apenas uma direção (para frente ou para trás); já na 

BiLSTM, a entrada flui em ambas as direções (para frente e para trás), sendo capaz 

de utilizar informações de ambos os lados, ou seja, ela adiciona uma nova camada 

LSTM que inverte a direção do fluxo de informações, onde a sequência de entrada flui 

para trás na camada LSTM adicional, e, em seguida, as saídas de ambas as camadas 

são combinadas de várias maneiras, como por exemplo, média, soma, multiplicação 

ou concatenação. A bidirecionalidade dos dados torna possível um melhor 

aprendizado das informações treinadas pela rede neural. 

Existem alguns algoritmos de AM que são bastante usados para predição de 

STs. No presente trabalho, para comparação com os modelos LSTM, foram usados 

os algoritmos XGBoost e RF, que serão descritos a seguir. 

 

3.7 Algoritmo XGBoost 

 

O algoritmo XGBoost é obtido a partir de uma biblioteca de código aberto que 

fornece uma implementação eficiente e escalável do framework Gradient Boosting 

(GB), sendo um método de ensemble de árvores de regressão, desenvolvido 
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inicialmente por Chen e He (2015). O XGBoost foi descrito por Chen e Guestrin (2016) 

e seu principal objetivo está relacionado a obtenção de uma execução rápida com 

bom desempenho do modelo, tentando diminuir as chances de overfitting. 

De acordo com Friedman (2002), são os ensembles de árvores de regressão 

que apresentam hipóteses sobre os exemplos, acrescentando respostas de uma vasta 

quantidade de preditores simples. Isso ocorre em duas etapas: 1) uma árvore é criada 

adicionando uma ramificação de um atributo em sua estrutura para aperfeiçoar o 

preditor a cada fase, e após a sua definição estrutural calculam-se valores ótimos para 

as folhas; 2) a inserção de novas árvores ao ensemble é realizada com base no erro 

residual do modelo, moldando assim as imperfeiçoes das fases anteriores para os 

novos preditores. 

Para Chen e Guestrin (2016), a principal diferença entre o XGBoost e outras 

técnicas de GB, é que seus modelos usam um algoritmo sensível à dispersão na 

busca por ramificações, tornando a complexidade computacional do modelo linear 

com base no número de observações não ausentes, no mesmo sentido que adicionam 

otimizações do uso de recursos calculando paralelamente a aptidão dos atributos. De 

modo geral, o XGBoost aprimora a estrutura básica do GB mediante a otimização de 

sistemas e aprimoramentos algorítmicos, agregando recursos como a paralelização, 

computação distribuída, otimização de cache e processamento fora do núcleo. 

Chen e Guestrin (2016), apontam que o modelo XGBoost adota uma estratégia 

aditiva, ou seja, para um determinado dataset com n amostras e m características 𝐷 =

{(𝑋𝑖 , 𝑦𝑖)}, a previsão é 

ŷ𝑖 = ∑ 𝑓
𝑘

𝐾
𝑘=1 (𝑋𝑖), 𝑓𝑘  ∈ 𝐹,            (16) 

onde F é o espaço da árvore de regressão 

 

𝐹 = { 𝑓(𝑋) =  𝑤𝑞(𝑋) },            (17) 

e K é o número de árvores. Cada 𝑓𝑘 corresponde a uma estrutura de árvore 

independente q e pesos de folha w. A função objetivo é 

𝐿 =  ∑ 𝑙 (ŷ𝑖 , 𝑦𝑖)𝑖 + ∑ Ω (𝑓𝑘)𝑘              (18) 
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onde 𝑙 é a função de perda convexa diferenciável que mede a diferença entre a 

previsão  �̂�𝑖  e o alvo 𝑦𝑖, e Ω é o termo penaliza a complexidade do modelo, ou seja, 

as funções da árvore de regressão. 

Chen e Guestrin (2016) também destacam que a utilização de matrizes 

esparsas e o aprimoramento de estruturas de dados possibilitou melhor 

processamento dos dados no treino e dos resultados da predição, além de reduzir 

consideravelmente o custo computacional. 

Para se obter um modelo ótimo do XGboost, é imprescindível a configuração 

dos seus hiperparâmetros. Existem diversos deles, porém, serão destacados os mais 

importantes para o presente trabalho. Para controlar árvores de regressão no 

XGBoost, comumente são utilizados os hiperparâmetros conforme Tabela 4 a seguir. 

 

Tabela 4: Principais hiperparâmetros do XGBoost e sua função. 

Fonte: Elaboração própria, 2022. 

 

Hiperparâmetros Descrição 

n estimators 
É o número de árvores no modelo. Equivalente ao número 
de rodadas de reforço. 

max depth [padrão=6] 

Está relacionado a profundidade máxima das árvores e 
controla também seus níveis de subdivisões. Neste caso, 
o valor cada vez maior deste parâmetro torna o modelo 
mais complexo. 

learning_rate 
Diminui o tamanho do passo usado na atualização para 
evitar overfitting. 

Alpha [padrão=1] 

É responsável pela regularização L1 nos pesos das folhas. 
Pode ser usado em caso de dimensionalidade muito alta 
para que o algoritmo rode mais rápido quando 
implementado. Aumentar esse valor tornará o modelo 
mais conservador. Aplicado na regularização do XGBoost 
para reduzir o overfitting. 

Lambda [padrão=0] 

É responsável pela regularização L2 nos pesos das folhas, 
usado em caso de dimensionalidade muito alta para que o 
algoritmo seja executado mais rapidamente quando 
implementado. 

Subsample [padrão=1] 
É a proporção de subamostra das instâncias de 
treinamento 

early stopping rounds 

Realiza o controle de parada do aprendizado do algoritmo, 
após uma quantidade de interações (rounds) antes de 
alcançar o valor de n_estimators, que não contribuem para 
a redução do erro. 
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Chen e Guestrin (2016) afirmam que o fator que tornou o XGBoost muito 

utilizado nos últimos anos diz respeito a sua escalabilidade em todos os cenários, 

além da velocidade de sua execução, algumas vezes, mais de dez vezes mais rápido 

do que as soluções populares existentes em uma única máquina.  Além disso, ele 

pode ser dimensionado para bilhões de exemplos em configurações distribuídas ou 

com memória limitada. 

 

3.8 Algoritmo Random Forest 

 

O algoritmo de Random Forest (RF) ou Floresta Aleatória, introduzido por 

Breiman (2001), é um termo geral usado para métodos de conjunto de dados 

utilizando classificadores do tipo árvore. Isso porque o algoritmo constrói uma grande 

quantidade de árvores de decisão de subconjunto de dados mediante um treinamento 

único definido, a partir de um meta-algoritmo para melhorar a classificação e a 

regressão de modelos conforme a estabilidade e precisão da classificação. Trata-se 

de um algoritmo de aprendizagem supervisionada que cria várias árvores de decisão 

e as combina para obter uma predição com maior acurácia e mais estabilidade. Para 

Biau (2012) este tipo de estrutura trouxe melhorias perceptíveis na precisão do 

aprendizado por classificação/regressão e se enquadra na esfera do aprendizado 

conjunto. 

Conforme Iannace et al. (2019), cada árvore dentro de um RF é construída e 

treinada a partir de apenas um subconjunto aleatório dos dados no dataset (não o 

dataset completo), e neste caso, o melhor atributo não é selecionado para cada nó 

mas de um conjunto de atributos selecionados aleatoriamente. A aleatoriedade é um 

fator que passa a fazer parte da construção dos classificadores e visa aumentar sua 

diversidade e assim diminuir a correlação. A Figura 15 mostra um diagrama do 

algoritmo RF para regressão.  
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Figura 15: Algoritmo RF. 

 
Fonte: Adaptado de Iannace et al. (2019). 

 

Existem vários hiperparâmetros que podem ser usados para configurar um 

algoritmo RF visando aumentar a precisão modelo. Normalmente são utilizados os 

hiperparâmetros conforme Tabela 5 a seguir: 

 

Tabela 5: Principais hiperparâmetros do RF e sua função. 

Fonte: Elaboração própria, 2022. 

 

O desempenho de um algoritmo depende do ajuste de seus parâmetros e da 

seleção de variáveis. Nesse sentido, Tyralis e Papacharalampous (2017) apontam que 

existem vários estudos com procedimentos para estimar o conjunto ótimo de 

Hiperparâmetros Descrição 

n estimators 
É o número de árvores no modelo. Usando scikit-learn, o 
número padrão para definição dos estimadores é 100. 

max depth 
Está relacionado a profundidade, ou seja a altura máxima 
de crescimento das árvores dentro da floresta, podendo 
aumentar a precisão do modelo. 

min_samples_split 
Especifica o valor mínimo de amostras que um nó interno 
terá para se dividir em outros nós. 

min_samples_leaf 
Especifica o valor mínimo de amostras que um nó interno 
terá após ser dividido. 

max_features 
Busca encontrar a melhor divisão a partir dos 
subconjuntos aleatórios de recursos. 

max_samples 
Ajuda a escolher o valor máximo de amostras do dataset 
de treino para treinar individualmente cada árvore. 
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parâmetros para o algoritmo RF. Esses procedimentos consideram o desempenho do 

algoritmo em função das variáveis selecionadas, do número de árvores, do número 

de possíveis direções de divisão em cada nó de cada árvore e o número de exemplos 

em cada célula. 

 

3.9 IoT e Redes neurais profundas aplicadas a sistema de monitoramento de 

consumo de energia elétrica. 

 

Conforme já mencionado anteriormente (Capítulo 1), existe uma crescente 

demanda em relação ao consumo de energia elétrica em todos os setores da 

sociedade, no entanto, é importante destacar que o aumento de geração, mesmo 

sendo imprescindível e estratégico, não pode ser avaliado como a única solução 

possível, pois fatores como o desperdício de energia elétrica também precisam ser 

abordados cuidadosamente. 

Atualmente, existem vários formas de incentivo à redução de desperdício de 

energia, como os programas desenvolvidos pelos governos no mundo e projetos 

promovidos pelas concessionárias de distribuição de eletricidade. Outra forma desse 

controle que está sendo disseminado aos poucos e de forma eficaz, é o uso de 

medidores inteligentes (Smart Meters), que contribuem de forma significativa para 

conscientização e redução do desperdício. Um estudo realizado e publicado no Reino 

Unido, sobre o programa de implementação de medidores inteligentes (EISDB, 2019), 

apontou que cerca de 62% dos entrevistados afirmaram que os medidores inteligentes 

ajudaram a melhorar sua forma de consumir energia elétrica em suas residências; já 

73% informaram que passaram a realizar suas atividades de forma mais eficiente e 

consciente. 

De acordo com Atzori et al. (2010), as tecnologias para desenvolvimento de 

sistemas baseados em IoT estão agregando “inteligência” a uma enorme quantidade 

de equipamentos conectados à Internet, não mais se limitando especificamente a 

computadores e smartphones. No Plano Nacional de Internet das Coisas, Decreto nº 

9.854, de 25 de Junho 2019 do Governo Federal (Brasil, 2019), com objetivo de 

estimular a implementação e desenvolvimento desta tecnologia no país, uma das 

metas é melhorar a qualidade de vida das pessoas promovendo ganhos de eficiência 

nos serviços em todos os sentidos. 
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Nesse contexto, torna-se importante o desenvolvimento de aplicações 

baseadas em IoT que permitam fornecer informações relevantes ao usuário sobre o 

consumo de energia em tempo real, tanto para um equipamento individual (ex: ar-

condicionado, geladeira, máquina lava roupas, etc.), quanto para um prédio ou 

empresa com vários departamentos e equipamentos; bem como o uso de AP para 

realizar a predição do consumo para o mês seguinte (semana, ou dia), a fim de que o 

usuário possa tomar iniciativas visando controle sobre a utilização da energia elétrica 

com o objetivo de administrar o uso de maneira econômica.  

Com base nisso, pesquisadores do Laboratório de Inteligência Computacional 

(LabIC) da Universidade Federal do Oeste do Pará (UFOPA) localizada na cidade de 

Santarém, Pará, Brasil, situada na região amazônica ocidental; realizaram pesquisas 

para desenvolvimento de um sistema (framework) que efetivasse a coleta de dados 

em equipamentos (ou prédio), com o objetivo de promover o monitoramento de 

energia elétrica e exibir os resultados em tempo real para o usuário, que passou a ser 

denominado EnergySaver. Nesse sentido, as pesquisas foram estruturadas da 

seguinte forma: 1) plataforma IoT: Varão et al. (2017), Varão et al. (2018), Teixeira et 

al. (2018); 2) Aquisição de dados: Amoedo et al. (2019); 3) Manual e Tutorial: Da Silva 

et al. (2021b); 4) Modelagem: Geller e Meneses (2021). Desse modo, julgou-se 

necessário o desenvolvimento de um módulo que utilizasse RNPs (neste caso, rede 

neurais BiLSTM) como parte integrante desse sistema, visando permitir ao usuário 

obter resultados da predição de consumo para o mês seguinte, com o objetivo de 

realizar possíveis tomadas de decisões quanto às ações para promoção da redução 

de consumo, por exemplo. O módulo descrito acima tornou-se objeto deste trabalho, 

bem como todas os conceitos a ele relacionados. 

Na Seção 3.10 a seguir, tanto o sistema IoT EnergySaver quanto o 

desenvolvimento e implantação do módulo com redes neurais LSTM serão descritos 

detalhadamente. 

 

3.10 O Sistema EnergySaver 

 

Conforme mencionado anteriormente, o EnergySaver é um framework voltado 

para o monitoramento do consumo de energia, onde o sistema de captura de dados 

utiliza tecnologias open source aplicadas a IoT, sistemas embarcados e um módulo 

de predição com a rede neural LSTM. 
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Na Figura 16, o fluxo geral de operação do sistema é descrito da seguinte 

forma: inicialmente, os dados de consumo são capturados pelo multímetro (ou sensor 

de corrente elétrica e Arduino, caso seja equipamento individual), depois são enviados 

para o Raspberry Pi3, que por sua vez envia pelo Mosquitto Broker (MQTT) para o 

servidor Flask. No servidor, esses dados são armazenados no banco de dados 

MongoDB e exibidos em tempo real em uma página da Web existente no servidor 

local. Com os dados de consumo obtidos pelo servidor diariamente, todo primeiro dia 

de cada mês, a rede LSTM é treinada com dados dos meses anteriores e testada com 

os novos dados do mês atual. A partir disso, o sistema envia uma mensagem ao 

Administrador do Sistema com informações relacionadas ao consumo e à previsão 

para o mês seguinte. 

 

Figura 16: Esquema conceitual do sistema EnergySaver. 

 
Fonte: Adaptado de Geller e Meneses (2021). 

 

Para modelar o EnergySaver foram utilizados diagramas da UML, considerado 

um padrão para modelagem de diferentes tipos de sistemas (GELLER e MENESES, 

2021). A modelagem de sistemas IoT com UML ainda é alvo de pesquisas para a 

adaptação dessa linguagem visual às especificidades desses sistemas. Alguns 

trabalhos como Reggio (2018), Thramboulidis e Christoulakis (2016), Robles-Ramirez 

et al. (2017), consolidaram a UML como recurso para modelagem de sistemas IoT. 

Um dos benefícios de utilizar uma linguagem já reconhecida como padrão é a 

facilidade de recursos disponíveis e a possibilidade de extensões para representar as 

características específicas de cada sistema. O desafio de modelar sistemas IoT com 

UML é representar um nível suficiente de detalhes para que os engenheiros os 

implementem enquanto abstraem as complexidades para que possam ser 
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implantados com facilidade. Mais detalhes sobre a modelagem do EnergySaver 

podem ser encontrados em Geller e Meneses (2021). Em Da Silva et al. (2021a) são 

apresentadas as tecnologias utilizadas para o desenvolvimento do sistema, como 

Multímetro, Arduino com sensor de corrente elétrica, Raspberry Pi, Mosquitto broker, 

MongoDB e micro-framework Flask (mais informações no Apêndice A), além da 

criação de um módulo de predição para o sistema EnergySaver com RNPs. 

 

3.10.1 Esquema módulo de predição proposto para o EnergySaver  

 

Em Da Silva et al. (2021a) os autores apresentaram uma abordagem para criar 

um módulo de predição usando um modelo de rede LSTM, para o sistema IoT 

EnergySaver. Posteriormente, Da Silva et al. (2022) também realizaram a comparação 

estatística entre LSTM e os algoritmos XGBoost e RF para predição de consumo, 

onde conclui-se que a rede neural LSTM apresentou resultados estatisticamente 

superiores aos demais, mantendo assim essa RNP acoplada ao sistema.  

O processo inicial de funcionamento do sistema IoT ocorre com a coleta de 

dados de consumo de energia elétrica em equipamento individual ou em um prédio, 

para criar um dataset a ser usado para treinamento, testes e predição com a rede 

LSTM. Com esses dados disponíveis no computador servidor e tratados de forma 

automatizada pelo módulo, a rede é treinada e testada para prever os próximos pontos 

(neste caso a predição foi definida para ser referente ao período de um mês). A Figura 

17 mostra o fluxo geral do módulo LSTM. 

 

Figura 17: Módulo LSTM proposto. 

 
Fonte: Elaboração própria, 2022. 
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O módulo LSTM descrito na Figura 17 realiza tanto a limpeza de dados quanto 

a execução da rede LSTM para previsão. Este processo é realizado automaticamente 

no primeiro dia de cada mês. Os dados recebidos e armazenados no banco de dados 

devem passar por um processo de limpeza antes de serem utilizados pela rede para 

treinamento e teste. 

Os resultados dos testes e validação deste módulo com redes neurais LSTM 

serão descritos detalhadamente no Capítulo 5 (Resultados), bem como a 

implementação do módulo no sistema IoT no Capítulo 6. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



78 
 

CAPÍTULO 4 

 

4 METODOLOGIA PROPOSTA   

 

 Este capítulo caracteriza a pesquisa e os procedimentos metodológicos 

empregados para sua realização. O capítulo é dividido da seguinte forma: a Seção 4.1 

traz a caracterização da metodologia de pesquisa; na Seção 4.2 é apresentada a 

abordagem metodológica adotada neste trabalho; a Seção 4.3 destaca o fluxo 

metodológico para a pesquisa; a Seção 4.4 descreve o estudo de caso e os datasets 

utilizados; na Seção 4.5 são detalhados os procedimentos para treinamento e testes; 

a Seção 4.6 descreve o pré-processamento dos dados; na Seção 4.7 são 

apresentadas as métricas de desempenho para avaliação dos resultados; na Seção 

4.8 o detalhamento do projeto experimental computacional; e por fim, na Seção 4.9 

são descritos os procedimentos para análise estatística. 

  

4.1 Caracterização da Pesquisa  

 

A presente pesquisa é caracterizada de acordo com as classificações de 

pesquisa descritas por Goretti e Biaggini (2014), que são: aplicada, quantitativa, 

prescritiva e bibliográfica. Do ponto de vista de sua natureza, a presente proposta de 

pesquisa é aplicada, pois visa gerar conhecimento para aplicação prática tendo como 

foco um problema específico. É quantitativa, pois pretende-se medir o índice de acerto 

do método proposto, comparando estatisticamente com outros métodos existentes na 

literatura. Sob o ponto de vista dos objetivos da pesquisa, é prescritiva, pois irá propor 

uma solução que fornece resposta direta ao problema em questão. A pesquisa é 

bibliográfica pois é elaborada a partir do estudo de abordagens semelhantes 

existentes na literatura para resolução do mesmo problema, tendo como base os 

mesmos procedimentos técnicos.  

 

4.2 Abordagem Metodológica 

 

Nesta pesquisa, optou-se pela utilização da abordagem metodológica DSR de 

Peffers et al. (2007), advinda da Design Science (DS) proposta na década de 60 por 

Fuller (1965) e Gregory (1966). A metodologia da DSR aborda princípios, práticas e 



79 
 

procedimentos necessários para realização de pesquisas cientificas buscando atingir 

três objetivos, que são (PEFFERS et al., 2007): 1) fornecer um processo metodológico 

para a realização de pesquisas em ciência; 2) basear-se em estudos da literatura 

científica e disciplinas de referência; e 3) fornecer aos pesquisadores um modelo 

específico para a estrutura e resultados obtidos pela pesquisa. 

Conforme Peffers et al. (2007), o uso da metodologia DSR inclui seis etapas 

procedurais, que são sugeridas na ordem especificada na Figura 18, sendo elas: 

identificação e motivação do problema; definição dos objetivos da solução; projeto e 

desenvolvimento da solução; demonstração da solução, avaliação da solução e 

comunicação dos resultados. 

 

Figura 18: Modelo de processo DSR. 

 
Fonte: Adaptado de Peffers et al. (2007). 

 

Cada etapa pode ser executada de acordo com a necessidade do projeto que 

está sendo desenvolvido. Assim, as etapas podem ser detalhas da seguinte forma 

(PEFFERS et al., 2007): a) Etapa 1 - Identificação do problema e sua motivação onde 

ocorre a definição do problema de pesquisa específico, apresentando-se uma 

justificativa para a sua investigação visando a construção de um artefato (DRESCH et 

al., 2015); b) Etapa 2 - Definição dos objetivos para a solução a ser desenvolvida, 

tendo-se como ponto de partida o conhecimento acerca do problema, bem como a 

noção do que é viável e factível; c) Etapa 3 - Projetar e desenvolver o artefato, 

determinando-se a sua funcionalidade desejada; d) Etapa 4 – Demonstração do uso 

do artefato resolvendo uma ou mais instâncias do problema por meio de um 
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experimento; e) Etapa 5 – Avaliação do artefato quanto à solução do problema; f) 

Etapa 6 – Comunicação e divulgação do problema e da relevância da propositura da 

solução. 

De acordo Peffers et al. (2007), não é necessário que o pesquisador execute 

esta ordem sequencial de atividades, podendo começar em qualquer etapa. Assim 

sendo, se a ideia para a pesquisa resultar da observação do problema ou de 

pesquisas futuras sugeridas em um artigo de um trabalho anterior, o pesquisador pode 

avançar na sequência da metodologia proposta. 

 

4.3 Fluxo Metodológico 

 

Baseado na abordagem proposta por Peffers et al. (2007), a metodologia para 

elaborar esta pesquisa usou os princípios da DSR. No entanto, algumas etapas foram 

adaptadas e abstraídas para simplificar o diagrama que contém o fluxo metodológico, 

o qual é apresentado na Figura 19, seguido da definição de cada uma de suas 

principais etapas. 

 

Figura 19: Fluxo metodológico DSR para a presente pesquisa. 

 
Fonte: Elaboração própria, 2022. 

 

A primeira etapa, nomeada Identificação do Problema e Motivação, resume-

se a reconhecer a necessidade de aprimorar as abordagens que realizam a previsão 

em STs de consumo de energia elétrica, uma vez que diversas áreas podem se 

beneficiar de tal pesquisa e de seus resultados, tais como sistemas IoT que realizam 

coleta de dados em equipamento individuais ou edifícios. Nesta etapa, elementos 

iniciais como problematização, justificativa e objetivos são levantados. 
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Após a identificação do problema é iniciada a segunda etapa do fluxo 

metodológico, denominada Definições Gerais. Esta etapa engloba a delimitação do 

escopo do problema, através da busca por trabalhos relacionados e revisão da 

literatura já existente, com base na problemática a ser abordada pela pesquisa, bem 

como a identificação e proposição do artefato. 

Na etapa de Projeto e Demonstração da Solução, o artefato de software é 

projetado e desenvolvido, a partir dos seguintes passos: a) projeto de 

desenvolvimento e validação do artefato proposto na etapa anterior. Foram utilizados 

quatro datasets (Seção 4.4) para avaliar e validar os resultados do modelo de rede 

LSTM assim que o mesmo seja desenvolvido; b) desenvolvimento do artefato: 

momento em que o artefato é de fato implementado, em que um modelo de RNP 

LSTM para previsão de STs de consumo de energia elétrica. Esta etapa está descrita 

no presente capítulo, e aborda os seguintes passos: 1) coleta e pré-processamento 

dos dados de consumo; 2) análise exploratória dos dados; 3) implementação de um 

modelo de rede neural LSTM; 4) treino e teste com validação cruzada para STs.  

Após a realização do projeto e demonstração da solução, dá-se início à etapa 

de Avaliação da Solução, onde os resultados da rede LSTM com validação cruzada 

são mensurados estatisticamente (Seção 5.2). Além disso, é realizada a comparação 

estatística (Seção 5.3) entre resultados obtidos pela LSTM com os algoritmos de AM 

XGBoost e RF, utilizando dois datasets (UCI-Household e LABIC-Building) para 

treinamento e testes com VC-ST. Por fim, foi realizada a comparação estatística 

(Seção 5.5) entre resultados obtidos pela LSTM com a BiLSTM, utilizando quatro 

datasets (UCI-Household, LABIC-Building, Singapore e Tetouan-Zones) para 

treinamento e testes com VC-ST. 

A última etapa que trata da Disseminação é importante para ressaltar a 

relevância da pesquisa, onde os resultados são compartilhados com a comunidade 

científica. A Seção 1.6 apresenta os resultados esperados nos âmbitos científicos, 

técnicos, acadêmicos e socioeconômicos. Já no capítulo 5, são apresentados os 

resultados alcançados.  

Nas seções seguintes serão descritas as sequências metodológicas realizadas 

de forma preliminar, referente ao estudo de caso e datasets, treinamento e testes, pré-

processamento dos dados, métricas de desempenho para avaliação, projeto 

experimental computacional e análise estatística.  
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4.4 Estudo de caso e Datasets   

 

No presente trabalho, os experimentos foram conduzidos e avaliados em 

diferentes datasets, da seguinte forma: a) o consumo de uma residência individual; b) 

o consumo de um prédio universitário com diversos departamentos (salas de aula, 

auditórios, refeitório, laboratórios, entre outros); c) a demanda elétrica de Singapura; 

d) demanda elétrica de três zonas em uma cidade de Marrocos. 

Os testes preliminares foram para encontrar o melhor modelo da rede neural 

LSTM (quanto ao números de camadas com VC-ST) utilizando inicialmente dois 

datasets. Os próximos experimentos com os mesmos datasets utilizando VC-ST, 

foram para realizar uma comparação estatística entre os resultados da LSTM, 

XGBoost e RF. Por fim, um terceiro experimento foi realizado para realizar a 

comparação estatística entre os resultados da LSTM e BiLSTM com os quatro 

datasets.  Nas subseções seguintes, cada dataset será descrito detalhadamente. 

 

4.4.1 Dataset UCI-Household 

 

O dataset UCI-Household foi escolhido por ser amplamente utilizado na 

literatura para previsão de consumo de energia elétrica (Kim e Cho, 2018; Le et al., 

2019; Khan et al., 2021), entre outros, para que sua reprodutibilidade e comparação 

com outros trabalhos possam ser verificadas. 

Este dataset possui dados relativos ao consumo individual de eletricidade 

residencial de uma residência em Sceaux, França (Individual household electric power 

consumption Data Set), fornecidos pelo UCI Machine Learning Repository5, que é 

comumente usado por pesquisadores para a validação de suas arquiteturas de 

previsão de consumo de eletricidade. O período de coleta considerado é de dezembro 

de 2006 a novembro de 2010 (47 meses), apresentado em unidades de 1 minuto com 

um total de 2.075.259 pontos em quilowatts (kW). 

Em nossos testes foi utilizada a ST univariada cujos dados referem-se à 

potência ativa global, sendo redimensionados para intervalos de 10 minutos (207.526 

registros), onde foram utilizados os períodos de dezembro de 2006 a outubro de 2010 

                                                           
5 https://archive.ics.uci.edu/ml/datasets/individual+household+electric+power+consumption 
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(203.801 registros) para treinamento da rede e novembro de 2010 (3.725 registros) 

para validação. 

 

4.4.2 Dataset LABIC-Building 

 

O dataset LABIC-Building está relacionado a um dos prédios da universidade 

que o sistema IoT EnergySaver irá monitorar. Esta ST possui características como o 

consumo altamente influenciado pelos sistemas de ar condicionado, que possuem 

grande demanda na região amazônica, bem como a sazonalidade devido às 

atividades da Universidade. 

Os dados do LABIC-Building foram obtidos na cidade de Santarém, Pará, 

Brasil, localizada na região amazônica ocidental. Os dados foram coletados por 

pesquisadores do Laboratório de Inteligência Computacional (LabIC) em um prédio 

da Universidade Federal do Oeste do Pará (UFOPA). O período de coleta foi de janeiro 

a agosto de 2019, por Amoêdo et. al (2020). 

Os dados de consumo do período possuem 256.092 registros, com base na 

potência ativa global agregada em Watts (W), referente ao consumo total em cada 

período. Assim, após transformar os dados brutos em índices de forma fixa (por 

intervalos de 10 minutos), o dataset ficou com um total de 33.830 registros. Deste 

total, foram utilizados para validação cruzada 29.492 registros referentes aos meses 

de janeiro a julho de 2019, correspondendo a aproximadamente 87% do dataset, e 

para validação 4338 registros referentes ao mês de agosto de 2019, correspondendo 

a 13% do total.  

 

4.4.3 Dataset Singapore    

 

O dataset Singapore é uma ST de demanda elétrica em larga escala coletado 

em Singapura, fornecidos pelo site Energy Market Company Pte Ltd (EMC6). Os 

atributos presentes no dataset são: tipo de preço, data, período, preço ($/MW) e 

demanda (MW). 

                                                           
6 https://www.emcsg.com/marketdata/priceinformation 
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Neste caso foi utilizada a ST univariada de demanda (em MW) com intervalos 

de 30 minutos. O período de coleta considerado é de 1º de janeiro de 2010 a 30 de 

março de 2011, com 21.701 registros. 

 

4.4.4 Dataset Tetouan-Zones 

 

O dataset Tetouan-Zones possui dados relativos ao consumo de três zonas de 

uma estação da rede de distribuição da cidade de Tetouan em Marrocos e já foi 

utilizado por várias abordagens na literatura para a validação de suas arquiteturas de 

previsão de consumo de eletricidade, como por exemplo Singh et al. (2018), Salam e 

El Hibaoui (2018) e Salam e El Hibaoui (2021). 

 O período de coleta considerado compreende a 01 de janeiro de 2017 a 30 de 

dezembro de 2017 (12 meses), apresentado em unidades de 10 minutos com um total 

de 52.416 pontos em quilowatts (kW). 

Em nossos testes foi utilizada a ST univariada, cujos dados referem-se à 

demanda elétrica de três zonas de coleta de Tetouan, e foram utilizados os períodos 

de janeiro de 2017 a novembro de 2017 (48.096 registros) para treinamento da rede 

e dezembro de 2017 (4.320 registros) para validação.  

 

4.5 Decomposição Automática de Séries Temporais 

 

Os dados que constituem uma ST podem sofrer a influência de diversos fatores 

como as variações nas condições da natureza, fenômenos imprevisíveis, dentre 

outros. Esses fatores determinam os componentes das STs que precisam ser 

decompostos em tendência, sazonalidade e ruído. A decomposição de uma ST é um 

método que tem por objetivo dividir a série em componentes visando a facilitar a 

modelagem, além de funcionar como ferramenta de análise, podendo ser usada para 

informar modelos de previsão sobre o seu problema. 

Existem vários métodos para decompor uma ST, como por exemplo a 

Decomposição Clássica, que consiste em um modelo univariado que utiliza 

formulações matemáticas simples para separar a série em outros componentes, 

visando utiliza-la para realizar previsões: (a) a tendência, que se refere à direção geral 

segundo a qual parece que o gráfico da série temporal se desenvolve em um longo 

intervalo de tempo; (b) o ciclo, que se refere às oscilações ao longo prazo ou aos 
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desvios em torno da reta de tendência; (c) a sazonalidade, que se refere a padrões 

idênticos ou quase, que uma série temporal parece obedecer; e (d) o termo aleatório, 

que aparece com flutuações de curto período, com deslocamento inexplicável. 

A realização de uma decomposição clássica permite que a ST seja descrita a 

partir de dois modelos: 

1. Aditivo: quando se supõe que os componentes da ST são somados para 

formar os dados, na forma: y(t) = Nível + Tendência + Sazonalidade + Ruído. 

Trata-se de um modelo linear onde as mudanças ao longo do tempo são 

consistentemente feitas na mesma quantidade. Para a sazonalidade a 

linearidade tem a mesma frequência (largura dos ciclos) e amplitude (altura 

dos ciclos). 

2. Multiplicativo: que supõe que os componentes são multiplicados um pelo 

outro, na forma: y(t) = Nível * Tendência * Sazonalidade * Ruído. Esse 

modelo não é linear. As alterações aumentam ou diminuem com o tempo. 

Por exemplo, a sazonalidade não linear tem uma frequência e/ou amplitude 

crescente ou decrescente ao longo do tempo. 

Neste trabalho, utilizou-se a decomposição clássica automática com modelo 

aditivo a partir da biblioteca statsmodels, um módulo Python que fornece ferramentas 

para análises estatísticas, que fornece uma implementação do método de 

decomposição a partir da função seasonal_decompose(). Essa função requer que seja 

especificado se o modelo é aditivo ou multiplicativo, e retorna um objeto de resultado. 

O objeto de resultado contém matrizes para acessar todos os componentes da 

decomposição. Essa função decompõe os dados em seus componentes que são: 

Tendência (trend), sazonalidade (seasonal) e resíduo (resid), além da ST padrão que 

poder ser exibida também. 

Conforme descrito nas seções anteriores, para todos os datasets utilizou-se a 

ST univariada referente a potência ativa.  Assim sendo, para a decomposição dos 

mesmos, foram analisados os resultados (descritos na Seção 5.1) referente ao modelo 

aditivo para tendência, sazonalidade e os resíduos. 
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4.6 Treinamento e Testes   

 

4.6.1 Configurações do computador e dos algoritmos    

 

Para a realização do treinamento e teste foi utilizado um computador com as 

seguintes configurações: processador Intel® CoreTM i5 - 7400, 16GB de RAM e GPU 

Nvidia RTX 2080Ti com 11GB de VRAM.  

Já os algoritmos utilizados nesta pesquisa (LSTM, BiLSTM, XGBoost e RF) 

foram implementados com Python usando a biblioteca Keras 2.6.0, Tensorflow 2.6.0 

como backend, VC-ST com TimeSeriesSplit k=10 folds. As principais configurações 

das redes neurais LSTM e BiLSTM utilizadas neste trabalho estão descritas na Tabela 

6 a seguir. 

 

Tabela 6: Configurações das redes LSTM e BiLSTM. 

 

 

 

 

 

 

Fonte: Elaboração própria, 2022. 

 

Na tabela acima, o parâmetro “MinMaxScaler” foi utilizado para normalizar os 

valores de consumo de cada dataset para a entrada da rede, pois os mesmos 

possuem diferentes escalas (kW e MW). O otimizador RMSprop foi usado com base 

na abordagem de Reimers e Gurevych (2017) descrita na Subseção 3.3.3. O tamanho 

da janela deslizante com 90 observações foi definida empiricamente para treinamento, 

teste e validação, sendo aplicada a todas as arquiteturas, tendo em vista a observação 

dos resultados obtidos pela análise exploratória de dados (descrita na Seção 5.1), no 

que se refere às funções de autocorrelação (autocorrelation function - ACF) de 

potência ativa para cada dataset, onde pode-se concluir que uma janela deslizante 

Parâmetro Valor 

MinMaxScaler feature_range=(0,1) 
units 100 

epochs 100 
batch 32 

dropout 0.3 
optimizer rmsprop 

Janela deslizante 90 
activation linear 

loss mse 
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com 90 observações é adequada para treinamento e predição. Os demais parâmetros 

foram definidos a partir de testes empíricos. 

As principais configurações do XGBoost e RF utilizadas neste trabalho estão 

descritas na Tabela 7 a seguir. 

 

Tabela 7: Configurações do XGBoost e RF. 

Fonte: Elaboração própria, 2022. 

 

A maioria dos parâmetros de configuração do XGBoost e RF, foram definidos 

do mesmo modo que nas redes neurais LSTM e BiLSTM, exceto do n_estimator tendo 

em vista que foram realizados testes empíricos dos parâmetros para cada algoritmo e 

dataset, conforme descrito na tabela acima. 

 

4.6.2 Janela Deslizante 

 

Em Dietterich (2002), o autor fez uma revisão das principais técnicas aplicadas 

para resolver problemas de aprendizado sequencial supervisionado, e dentre elas 

destaca-se o método da janela deslizante (sliding window). Isso porque as STs são 

caracterizadas por serem formadas por observações sequenciais, e desse modo, é 

indispensável a utilização de uma técnica que mantenha a ordem de coleta dos dados 

ao mesmo tempo que transforme as entradas em um formato utilizável por algoritmos 

de aprendizagem supervisionada. 

De acordo com Dietterich (2002), o método janela deslizante converte o 

problema de aprendizagem supervisionada sequencial em um problema de 

aprendizagem supervisionada clássica. O autor destaca que esse método é o mais 

adequado para ser usado em dados de STs, tendo em vista a possibilidade de ajustar 

o modelo a eventuais ciclos e tendências da série de dados. 

Parâmetro Valor 

MinMaxScaler feature_range=(0,1) 

n_estimator (XGBoost) 
1000 (UCI-Household)   

500 (LABIC-Building, Singapore e 
Tetouan-Zones) 

n_estimator (RF) 100 para todos os datasets 
janela deslizante 90 
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Esse método pode ser descrito da seguinte forma (DIETTERICH, 2002): seja 

um dataset sequencial 𝐾 = { (𝑥𝑡, 𝑦𝑡) }𝑡=1
𝑛  com n exemplos, onde cada par (𝑥𝑡, 𝑦𝑡) é 

formado por um vetor de atributos 𝑥𝑡 e uma variável dependente 𝑦𝑡 para um 

determinado tempo t. O classificador de janela deslizante é treinado convertendo cada 

exemplo de treinamento sequencial (𝑥𝑡, 𝑦𝑡) em janelas. Assim sendo, a janela 

deslizante irá mapear o conjunto dos últimos w atributos 𝑥𝑡−𝑤 , … 𝑥𝑡−1, 𝑥𝑡  até alcançar 

o instante t, para uma saída 𝑦𝑡. O w é o tamanho da janela e diz respeito ao número 

de instantes passados que se deseja utilizar. 

A implementação desse método requer a definição de três hiperparâmetros, 

que são: a) tamanho da janela de treinamento- refere-se ao número de pontos de 

dados incluídos em uma passagem de treinamento; b) tamanho da janela de previsão- 

está relacionado ao número de pontos de dados a serem incluídos na previsão; c) 

passos de deslizamento- diz respeito ao número de pontos de dados saltados de um 

passe para outro. 

De forma mais prática, essa técnica é utilizada inicialmente definindo uma 

janela de treinamento Xsw e um passo p. Em seguida, realiza-se o treinamento do 

modelo com os dados de X1 a Xsw avançando uma quantidade p de registros, fazendo 

o treinamento com os dados de p a Xsw + p, prosseguindo até que todos os dados Xn 

existentes no dataset de treinamento sejam utilizados.  

A Figura 20 apresenta um exemplo da uso da janela deslizante, onde a janela 

de treinamento Xsw = 90, o passo p = 1 e Xn representa a quantidade de dados 

existentes no dataset. 

 

Figura 20: Exemplo treinamento-teste com janela deslizante. 

 
Fonte: Elaboração própria, 2022. 
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Para Dietterich (2002), o uso da janela deslizante faz com que os algoritmos de 

AM encontrem combinações lineares ou não-lineares entre atributos de tempos 

diferentes, contribuindo assim para a melhora do desempenho dos algoritmos ao 

desempenhar uma tarefa. 

 

4.6.3 Validação cruzada de séries temporais    

 

Uma forma de avaliar o comportamento de um modelo é usar a validação 

cruzada (KOHAVI, 1995; DANGETI, 2017). No entanto, em uma VC KFold 

convencional, os dados de treinamento e teste são selecionados aleatoriamente (por 

exemplo a função KFold da biblioteca Scikit-learn7). Tais VCs típicos, como os usados 

em problemas de classificação, não são aplicáveis no caso da ST de consumo (como 

é o caso deste trabalho), devido à dependência temporal dos dados. Assim, o dataset 

de treinamento deve conter apenas dados observados em período anterior aos dados 

existentes no dataset de teste (HYNDMAN e ATHANASOPOULOS, 2018).  

No presente trabalho, utilizamos então função TimeSeriesSplit da biblioteca 

Scikit-learn, que diferente do KFold convencional, realiza a partição de uma série 

temporal em n+1 partes, onde n é o número de partições informado, buscando 

encontrar um número ótimo de elementos a serem usados para o treinamento do 

modelo, conforme mostrado na Figura 21.  

 

Figura 21: Exemplo de validação cruzada com 5-folds de ST com TimeSeriesSplit. 

 
Fonte: Adaptado do site scikit-learn.org8. 

                                                           
7 https://scikit-learn.org 
8 Disponível em: https://scikit-learn.org/stable/modules/cross_validation.html. Acesso em: 10 fev. 2020. 
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No exemplo da Figura 21, em cada execução de treinamento/teste, os dados 

de treinamento são sempre anteriores aos dados de teste, de modo que a 

dependência do tempo é respeitada. O eixo horizontal representa o tamanho do 

dataset e o eixo vertical representa as iterações da VC. Em nosso trabalho a VC com 

TimeSeriesSplit foi realizado com 10 partições (k = 10), pois Witten e Frank (2005) 

afirmam que testes extensivos realizados em diferentes datasets mostraram que 10 é 

um valor próximo ao número de partições em que as melhores estimativas podem ser 

obtidas. Para cada fold TimeSeriesSplit os melhores modelos LSTM e BiLSTM 

gerados foram salvos no formato “.h5”, bem como os melhores modelos do algoritmo 

XGBoost no formato “.model” e RF no formato “.joblib”.  

   

4.7 Pré-processamento dos dados   

 

O pré-processamento dos dados existentes nos quatro datasets foi realizado 

usando a biblioteca Pandas9, eliminando os registros com dados nulos, valores 

ausentes (missing data) e caracteres com tipos de dados diferentes dos dados pré-

estabelecidos para o campo. Dentre outros, os comandos mais comuns para essa 

verificação são: 1) df.describe() - retorna um resumo estatístico das variáveis 

numéricas; 2) df.info() - apresenta um resumo de valores não nulos encontrados; 3) 

df.isnull().sum() - retorna a soma dos valores nulos encontrados; 4) df.dtypes – 

descreve o tipo de cada feature. Outra modificação a ser destacada foi no dataset 

LABIC-building, em que os dados de 10 segundos foram modificados para intervalos 

de 10 minutos. 

Em cada dataset os dados foram divididos em treinamento-teste e dados de 

validação, onde os primeiros 80% dos dados de cada dataset foram utilizados para 

treinamento e teste, e os 20% restantes para validação dos modelos treinados, 

conforme proposto na abordagem de Dangeti (2017). Um exemplo dessa divisão é 

apresentado na Figura 22. 

 

 

 

 

                                                           
9 https://pandas.pydata.org/pandas-docs/stable/reference/frame.html 
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Figura 22: Divisão dos dados de cada dataset em treinamento-teste e validação. 

 
Fonte: Adaptado de Dangeti (2017). 

 

É importante destacar que os dados de validação (20%) de cada dataset, não 

são utilizados na etapa de treinamento-teste dos modelos, evitando resultados 

tendenciosos (caso seu uso tenha sido realizado nessa etapa), tendo em vista que 

esses dados servem para verificar a imparcialidade dos modelos. 

Neste trabalho, como objetivo foi realizar a predição dos dados de consumo 

para o último mês da coleta de cada dataset, essa divisão foi realizada por meses, ou 

seja, o dataset utilizado na fase de treinamento-testes estava sempre relacionado aos 

dados de consumo de todos os meses anteriores e o dataset de validação com dados 

do último mês de coleta.  

Vale ressaltar que em nossos experimentos, utilizamos apenas os conceitos da 

abordagem de Dangeti (2017), no que diz respeito a separação entre dados de 

treinamento-teste e validação, tendo em vista que esses dados variam de acordo com 

o tamanho do dataset, ou seja, os dados de validação terão sempre uma quantidade 

de pontos similar para todos os datasets (pois trata-se de apenas um mês), já os 

dados de treinamento-teste são bem distintos por se tratar de períodos meses ou anos 

dependendo do dataset. 

A normalização dos dados foi realizada usando o normalizador MinMaxScaler10 

da Scikit-learn, que utiliza o mínimo e o máximo de cada atributo para normalizar seus 

dados, tendo em vista que conforme Bouktif et al. (2018), os modelos de aprendizado 

de máquina são sensíveis a escalas de entrada. Em nossa pesquisa, utilizamos 

normalizações na faixa de 0 e 1 para todos os algoritmos, conforme já detalhado na 

Subseção 4.5.1. 

 

 

                                                           
10 https://scikit-learn.org/stable/modules/generated/sklearn.preprocessing.MinMaxScaler.html 
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4.8 Métricas de desempenho para avaliação dos resultados   

 

Em nossos testes foram utilizadas cinco métricas de desempenho para 

predição de STs, a saber, RMSE, NRMSE (Normalized Root Mean Square Error), 

MAE, MAPE e o coeficiente de determinação 𝑅2. Essas métricas são calculadas pelas 

Equações a seguir. 

 

𝑅𝑀𝑆𝐸 =  √[
1

𝑛
∑ (|𝑦𝑖 − �̂�𝑖|)

2]𝑛
𝑖=1           (19) 

𝑁𝑅𝑀𝑆𝐸 =  
𝑅𝑀𝑆𝐸

ȳ
            (20) 

𝑀𝐴𝐸 =
1

𝑛
∑ |𝑦𝑖 − �̂�𝑖|
𝑛
𝑖=1      (21) 

𝑀𝐴𝑃𝐸 =  
1

𝑛
∑ |

𝑦𝑖−�̂�𝑖
𝑦𝑖
|𝑛

𝑖=1 ∗  100              (22) 

𝑅2 =  1 −
∑ (𝑦𝑖−�̂�𝑖)

2𝑛
𝑖=1

∑ (𝑦𝑖−ȳ𝑖)2
𝑛
𝑖=1

            (23) 

Onde 𝑦𝑖 , �̂�𝑖, e 𝑛, são respectivamente o valor medido, o valor previsto e o 

número total de amostras, e ȳ é o valor médio da saída observada sobre as amostras 

existentes. RMSE é o desvio padrão dos erros de previsão, que indica o quanto os 

pontos de dados estão espalhados da linha de regressão. NRMSE é uma função onde 

se calcula o erro quadrático médio normalizado em relação ao valor absoluto entre os 

valores previstos e observados. O MAE mede a magnitude média dos erros de 

previsão e ignora suas direções apresentando a média das diferenças absolutas entre 

os valores previstos e reais para todas as instâncias do dataset de teste, considerando 

que todas as diferenças individuais têm o mesmo peso. MAPE é uma métrica relativa, 

que expressa o valor médio do erro relativo como uma porcentagem dos dados reais. 

O coeficiente 𝑅2 é usado para avaliar o desempenho de um modelo de regressão 

linear, resultando na quantidade de variação no atributo dependente de saída que é 

previsível a partir das variáveis independentes de entrada.  
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4.9 Projeto computacional   

 

Os experimentos computacionais foram divididos em três grupos: a) 

experimento preliminar com camadas LSTM usando VC-ST, para verificar se há 

diferença estatisticamente significativa entre os modelos quanto ao número de 

camadas usando os datasets UCI-Household e LABIC-Building; b) experimento com 

VC-ST para comparar o desempenho da rede LSTM com os algoritmos XGBoost e 

RF, nos mesmos datasets; c) experimento com VC-ST para comparar o desempenho 

da rede LSTM com BiLSTM utilizando os datasets UCI-Household, LABIC-Building, 

Singapore e Tetouan-Zones. 

Nos testes preliminares em (a), para cada dataset (UCI-Household e LABIC-

Building), quatro arquiteturas LSTM (número de camadas) foram utilizadas com 2, 4, 

6 e 8 camadas (descritos como L2, L4, L6 e L8). Para cada treinamento da VC-ST 

com 10 folds, um modelo foi gerado e salvo (10 no total), sendo aplicado ao conjunto 

de treinamento e teste, gerando 10 métricas MAE e RMSE cada. Por se tratar de 

testes preliminares, apenas duas métricas foram avaliadas, com base nos valores 

previstos normalizados. 

Como não houve diferença estatisticamente significativa entre os modelos nos 

testes preliminares, o modelo L2 (ver resultados na Seção 5.2.1) foi escolhido para os 

experimentos de treinamento e testes posteriores, pois é o modelo mais rápido a ser 

treinado pela rede, com menor número de pesos, e também foi usado para testes, 

inclusive, com o datasets Singapore e Tetouan-Zones. 

   

4.10 Análise estatística   

 

4.10.1 Análise estatística para os experimentos preliminares  

 

Visando determinar o melhor modelo e assumindo que os resultados não 

possuem distribuição normal, foram aplicados testes estatísticos não paramétricos de 

Kruskal-Wallis (abordagem de Dmitrienko et al., 2007) para comparar três ou mais 

grupos de dados. Este teste é usado quando você deseja testar a hipótese de que 

várias amostras têm a mesma distribuição. A hipótese nula aponta que não há 

diferença estatisticamente significativa entre os grupos (p > 0,05). A hipótese 

alternativa indica que pelo menos um grupo é diferente (p < 0,05). Assim, o teste post-
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hoc de Dunn (abordagem de Dmitrienko et al., 2007) é necessário para comparação 

pareada entre os modelos quando há diferença estatisticamente significativa no teste 

de Kruskal-Wallis. Para os testes estatísticos foi utilizada a métrica RMSE. 

Os testes de Kruskal-Wallis foram realizados na plataforma SAS11 OnDemand 

for Academics, com o procedimento NPAR1WAY. Os testes post-hoc de Dunn foram 

realizados na mesma plataforma, com uma macro SAS (abordagem de Dmitrienko et 

al., 2007). O limiar de 0,05 foi adotado para os testes estatísticos.  

 

4.10.2 Análise estatística para os experimentos com redes neurais LSTM e BiLSTM 

 

Visando determinar o melhor modelo e assumindo que os resultados não 

possuem distribuição normal, foram aplicados testes estatísticos não paramétricos de 

Friedman (1937) (baseado na abordagem de García et al., 2010a), cujo objetivo é 

determinar se é possível concluir, a partir de uma amostra de resultados, se há 

diferença entre o desempenho dos métodos testados. Este teste estatístico realiza a 

comparação de resultados dentro cada conjunto por meio de um método de atribuição 

de rankings. 

O primeiro passo para realizar o teste estatístico é converter os resultados 

originais em rankings. Tais rankings variam de 1 a k, sendo k o número de métodos 

testados, para cada problema, separadamente. Assim sendo, são classificados os k 

algoritmos de acordo com cada dataset N separadamente, gerando um rank conforme 

o desempenho desse algoritmo. Em caso de empate, um rank médio é atribuído 

(DEMŠAR, 2006). Tendo em vista que o teste de Friedman mostra os ranks médios 

de acordo com a classificação de cada algoritmo, é possível apenas identificar se 

existe ou não diferença estatística entre esses algoritmos. 

O teste de Friedman é dado conforme a Equação abaixo (DEMŠAR, 2006): 

 

𝜒𝐹
2 = 

12𝑁

𝐾(𝐾+1)
 [∑ 𝑅𝑗

2
𝑗 − 

𝑘(𝑘+1)2

4
]          (24) 

 

Onde 𝜒𝐹
2 representa a estatística de Friedman, de acordo com k-1 graus de 

liberdade, N é a quantidade de datasets, k é a quantidade de algoritmos e 𝑅𝑗  é o rank 

médio desses algoritmos. 

                                                           
11 https://welcome.oda.sas.com/home 
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Para se testar algo é necessário estabelecer uma hipótese nula e outra 

alternativa, sendo ambas antagônicas. Neste teste estatístico, sua hipótese nula 

indica que os algoritmos têm um comportamento semelhante, ou seja, possuem uma 

distribuição normal (p > 0,05). Porém, se sua hipótese nula for rejeitada, pelo menos 

um algoritmo difere dos demais (p < 0,05), exigindo um teste post hoc. 

Assim sendo, o teste post hoc de Nemenyi (abordagem de Barrow et al., 2013) 

foi usado para determinar quais grupos de algoritmos têm diferenças estatisticamente 

significativas. Nesse teste, se a diferença no ranking médio entre dois algoritmos for 

maior que uma diferença crítica, o teste indicará qual deles obteve melhor 

desempenho com base em seu ranking com nível de confiança α. 

Os testes de Friedman foram realizados utilizando a linguagem R (software R 

for Windows front-end12), com o procedimento “friedman.test”. Os testes post-hoc de 

Nemenyi foram realizados no mesmo software, com a função frdAllPairsNemenyiTest. 

O limiar de 0,05 foi adotado para os testes estatísticos.  

No capítulo 5 a seguir, serão apresentados os resultados gerais obtidos pela 

presente pesquisa. 

 

 

 

 

 

 

 

 

 

 

 

 

 

                                                           
12 https://www.r-project.org/ 
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CAPÍTULO 5 

 

5 RESULTADOS 

 

Este capítulo detalha os resultados obtidos a partir dos testes usando a 

metodologia proposta, sendo dividido da seguinte forma: a Seção 5.1 apresenta a 

análise exploratória dos dados para quatro datasets; na Seção 5.2 os resultados 

preliminares da rede neural LSTM (VC-ST) com os datasets UCI-Household e LABIC-

Building são detalhados; a Seção 5.3 descreve os resultados dos experimentos com 

VC-ST entre a LSTM, XGBoost e RF para os datasets testados na Seção anterior; a 

Seção 5.4 aborda a implantação do módulo LSTM; a Seção 5.5 apresenta a 

comparação estatística entre as redes neurais LSTM e BiLSTM com dados de 

validação entre  quatro datasets; e, por fim, a Seção 5.6 apresenta os principais 

resultados científicos, técnicos e acadêmicos. 

    

5.1 Análise Exploratória de Dados 

 

Nas subseções seguintes, serão apresentados os resultados obtidos pela 

análise exploratória dos dados existentes nos datasets UCI-Household, LABIC-

Building, Singapore e Tetouan-Zones, visando mostrar o comportamento das STs. 

 

5.1.1 Dataset UCI-Household  

 

Os dados existentes no dataset UCI-Household são referentes ao consumo 

individual de eletricidade residencial, coletados de dezembro de 2006 a novembro de 

2010. A Figura 23 exibe a ST por dia e mês da potência ativa deste dataset.  
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Figura 23: Amostras dos dados de consumo elétrico do dataset UCI-Household. 

 
Fonte: Elaboração própria, 2022. 

 

A Figura 24 apresenta os boxplots visando verificar a distribuição dos dados 

relativos ao consumo. Nele são apresentadas as estatísticas referentes à potência 

ativa, e revelam que o consumo de energia elétrica médio é quase constante ao longo 

dos anos, enquanto o gráfico trimestral mostra menor consumo no segundo e terceiro 

em relação aos demais, pois a demanda por potência na França aumenta no primeiro 

e quarto trimestres devido à carga de aquecimento quando é inverno.  

 

Figura 24: Boxplots de consumo de energia elétrica do dataset UCI-Household. 

 
Fonte: Elaboração própria, 2022. 

 

A Figura 25 exibe a ACF da potência ativa, onde a observação em um dado 

instante está relacionada a observações passadas. De acordo com a Figura 25, pode-

se observar que uma janela deslizante com 90 observações é adequada para 

treinamento e previsão (ver também as Figuras 29, 33 e 37).  
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Figura 25: Função de autocorrelação no dataset UCI-Household. 

 
Fonte: Elaboração própria, 2022. 

 

A Figura 26 exibe os resultados da decomposição clássica automática da ST 

univariada da potência ativa para o dataset de validação referente ao mês de 

Novembro de 2010, utilizando o modelo aditivo para tendência, sazonalidade e 

resíduos. 

 

Figura 26: Decomposição clássica da ST para o dataset UCI-Household. 

 

Fonte: Elaboração própria, 2022. 
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5.1.2 Dataset LABIC-Building 

 

Os dados existentes no dataset LABIC-Building foram coletados em um prédio 

da UFOPA de janeiro a agosto de 2019. A Figura 27 exibe as amostras por dia e mês, 

sendo que os dados apresentados referem-se à potência ativa global.  

 

Figura 27: Amostras dos dados de consumo elétrico do dataset LABIC-Building. 

 
Fonte: Elaboração própria, 2022. 

 

Na Figura 27, há algumas variações relacionadas aos dias de semana, que 

apresentam maior consumo, enquanto a demanda nos finais de semana é menor. 

Existem também alguns picos de consumo (outliers) que se desviam da média.  

A Figura 28 apresenta os boxplots com o objetivo de verificar a distribuição dos 

dados relativos à potência ativa onde podem ser observados valores discrepantes 

elevados. Já a Figura 29 apresenta a ACF da potência ativa, corroborando para uma 

janela deslizante com 90 observações.  

 

Figura 28:  Boxplots de consumo de energia elétrica do dataset LABIC-Building. 

 
Fonte: Elaboração própria, 2022. 
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Figura 29:  Função de autocorrelação no dataset LABIC-Building. 

 
Fonte: Elaboração própria, 2022. 

 

A Figura 30 exibe os resultados da decomposição clássica automática da ST 

univariada da potência ativa para o dataset de validação referente ao mês de Agosto 

de 2019, utilizando o modelo aditivo para tendência, sazonalidade e resíduos. 

 

Figura 30: Decomposição clássica da ST para o dataset LABIC-Building. 

 

Fonte: Elaboração própria, 2022. 
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5.1.3 Dataset Singapore 

 

Os dados existentes no dataset Singapore são referentes a demanda elétrica 

em larga escala coletados em Singapura, no períódo de janeiro de 2010 a março de 

2011. A Figura 31 exibe a ST por dia e mês da potência ativa deste dataset.  

 

Figura 31: Amostras dos dados de consumo elétrico do dataset Singapore. 

 
Fonte: Elaboração própria, 2022. 

 

Os dados apresentados na Figura 31 também fornecem informações referentes 

aos dias e meses de consumo de energia elétrica, que indicam o comportamento da 

ST em todo o período.  

A Figura 32 apresenta os boxplots com o objetivo de verificar a distribuição dos 

dados relativos à potência ativa. 

 

Figura 32: Boxplots de consumo de energia elétrica do dataset Singapore. 

Fonte: Elaboração própria, 2022. 
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Na Figura 32 foram apresentadas as estatísticas referentes à potência ativa, e 

revelam que o consumo de energia elétrica médio é quase constante ao longo dos 

anos, enquanto o gráfico trimestral mostra menor consumo no primeiro e terceiro em 

relação aos demais.  

A Figura 33 apresenta a ACF da potência ativa para o dataset Singapore.  

 

Figura 33: Função de autocorrelação no dataset Singapore. 

 
Fonte: Elaboração própria, 2022.  

 

A Figura 34 exibe os resultados da decomposição clássica automática da ST 

univariada da potência ativa para o dataset de validação referente ao mês de Março 

de 2011, utilizando o modelo aditivo para tendência, sazonalidade e resíduos. 
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Figura 34: Decomposição clássica da ST para o dataset Singapore. 

 

Fonte: Elaboração própria, 2022. 

 

5.1.4 Dataset Tetouan-Zones 

 

Os dados existentes neste dataset são relativos ao consumo de três zonas de 

uma estação da rede de distribuição da cidade de Tetouan em Marrocos, nos períodos 

de janeiro de 2017 a dezembro de 2017. A Figura 35 exibe a ST por dia e mês da 

potência ativa (demanda) deste dataset.  
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Figura 35: Amostras dos dados de consumo elétrico do dataset Tetouan-Zones. 

 
Fonte: Elaboração própria, 2022. 

 

Os dados apresentados na Figura 35 mostram alguns picos no consumo de 

energia elétrica concentrados entre os meses de julho a setembro, que se dá devido 

ser o período de verão e de férias, onde ocorre um expressivo aumento do consumo 

de energia (o número de visitantes também aumenta nessa época do ano).  

A Figura 36 apresenta os boxplots com o objetivo de verificar a distribuição dos 

dados relativos à potência ativa. 

 

Figura 36: Boxplots de consumo de energia elétrica do dataset Tetouan-Zones. 

 
Fonte: Elaboração própria, 2022. 

 

Na Figura 36 foram apresentadas as estatísticas referentes à potência ativa, 

revelando que o consumo de energia elétrica médio é quase constante ao longo dos 

anos, enquanto o gráfico trimestral mostra menor consumo no primeiro e quarto, já o 

segundo e terceiro apresentam uma crescente no consumo.  

A Figura 37 apresenta a ACF da potência ativa, corroborando para uma janela 

deslizante com 90 observações. 
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Figura 37: Função de autocorrelação no dataset Tetouan-Zones. 

 
Fonte: Elaboração própria, 2022. 

 

 A Figura 38 exibe os resultados da decomposição clássica automática 

da ST univariada da potência ativa para o dataset de validação referente ao mês de 

Dezembro de 2017, utilizando o modelo aditivo para tendência, sazonalidade e 

resíduos. 

 

Figura 38: Decomposição clássica da ST para o dataset Tetouan-Zones. 

 

Fonte: Elaboração própria, 2022. 
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5.1.5 Resumo da Análise Exploratória nos quatro datasets. 

 

A Figura 39 destaca o resumo da análise das STs da potência ativa para todos 

os datasets, com objetivo de mostrar uma visão comparativa dos resultados. 

 

Figura 39: Resumo da Análise Exploratória nos quatro datasets. 

 
Fonte: Elaboração própria, 2022. 

 

Na Figura 39 foram exibidas as STs por dia e mês da potência ativa de cada 

dataset, em seguida os Boxplots com objetivo de verificar a distribuição dos dados; e, 

por fim, a ACF da potência ativa, onde a observação em um dado instante está 

relacionada a observações passadas. 

 

 

5.2 Resultados preliminares para dois datasets  

 

Nas subseções seguintes, serão apresentados os resultados computacionais 

obtidos nos experimentos preliminares usando a rede neural LSTM (número de 

camadas) para os datasets UCI-Household e LABIC-Building (Subseção 5.2.1). Na 

Subseção 5.2.2 é apresentado o resultado da predição de consumo de energia elétrica 

com a rede LSTM para o dataset LABIC-Building, com dados de validação (conforme 

descrito na Subseção 4.6). 
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5.2.1  Análise do número de camadas da rede LSTM 

 

As Figuras 40 e 41 mostram os boxplots dos resultados obtidos da métrica 

RMSE em cada número de camadas LSTM (L2, L4, L6, L8) para os valores 

normalizados, nos datasets UCI-Household e LABIC-Building.  

 

Figura 40: Boxplots dos resultados de RMSE obtidos para o dataset UCI-Household. 

 
Fonte: Elaboração própria, 2022. 

 

Figura 41: Boxplots dos resultados de RMSE obtidos para o dataset LABIC-Building. 

 
Fonte: Elaboração própria, 2022. 
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Na Figura 40, para o dataset UCI-Household, aparentemente o modelo L2 teve 

o pior desempenho, porém a hipótese nula de desempenho semelhante não pôde ser 

rejeitada no teste de Kruskal-Wallis (p = 0,0833). Na Figura 41, para o dataset LABIC-

Building, a arquitetura L8 apresenta amplitudes maiores. Neste caso, não houve 

diferença estatisticamente significativa entre o número de camadas dos modelos (p = 

0,7801). 

A Tabela 8 apresenta a média das métricas MAE e RMSE nos testes 

preliminares obtidos pelos 10 modelos, para cada dataset. 

 

Tabela 8: Métricas médias obtidas pelos modelos de rede em cada dataset. 

Dataset Model MAE RMSE 

UCI-
Household 

L2 0,0332 0,0498 
L4 0,0290 0,0442 
L6 0,0291 0,0444 
L8 0,0285 0,0444 

LABIC-
Building 

L2 0,0202 0,0283 

L4 0,0217 0,0299 

L6 0,0220 0,0301 

L8 0,0258 0,0339 

Fonte: Elaboração própria, 2022. 

 

Na Tabela 8, para o dataset UCI-Household, o modelo de 4 camadas obteve 

menor RMSE médio (0,0442). Já no dataset LABIC-Building, o menor RMSE médio 

foi de 0,0283 correspondente ao modelo de 2 camadas. 

 

5.2.2 Predição da rede LSTM em dados não usados para treinamento 

 

Utilizando o dataset LABIC-Building, buscou-se prever o consumo de energia 

elétrica para o mês de agosto de 2019 (as últimas 4.338 observações da ST), 

utilizando o modelo L2 (com menor RMSE médio obtido na Seção 5.2.1). A Figura 342 

exibe os resultados da previsão com a rede LSTM utilizando as configurações 

descritas no Capítulo 4 Seção 4.5 e o modelo com 2 camadas (L2).  
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Figura 42: Resultado da execução da rede LSTM (observações do dataset LABIC-Building não usado 
para treinamento - agosto de 2019). 

 
Fonte: Elaboração própria, 2022. 

A Figura 42 mostra que o algoritmo LSTM foi capaz de aprender com os dados 

de treinamento e prever o mês de agosto de 2019 no dataset LABIC-Building. A 

previsão de agosto de 2019 obteve RMSE = 0,0289 e MAE = 0,0205. Com esses 

resultados apresentados é possível destacar que o modelo de rede proposto foi capaz 

de aprender com os dados de treinamento, e quando aplicado nos testes, as previsões 

ficaram próximas do valor real, o que demonstrou o sucesso dos testes preliminares. 

 

 

5.3 Resultados entre LSTM, XGBoost e RF com dados de validação 

 

Na Subseção 4.6 (pré-processamento dos dados) foi apresentado como seria 

realizada a divisão dos dados de cada dataset para treinamento-teste e validação. 

Assim sendo, os resultados apresentados nesta Seção estão relacionados aos dados 

de validação dos modelos treinados, bem como o tempo de execução dos algoritmos 

LSTM, XGBoost e RF, para os datasets UCI-Household e LABIC-Building. 

 

5.3.1 Treinamento de Teste com o dataset UCI-Household 

 

As Tabelas 9, 10 e 11, respectivamente, mostram as pontuações dos testes 

obtidos pelos algoritmos LSTM, XGBoost e RF, contendo cada uma das métricas 

RMSE, MAE, MAPE e R2 aplicados ao dataset UCI-Household para VC-ST 
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executados 10 vezes. Na sequência, a Figura 43 exibe os boxplots para o RMSE dos 

modelos LSTM, XGBoost e RF.  

 

Tabela 9: Resultados da rede LSTM para o dataset UCI-Household. 

Fold  
(VC-ST) 

Dataset UCI-Household com LSTM  

RMSE MAE 
MAPE 

(%) 
R² 

1 0,472 0,262 28,0 75,5 
2 0,463 0,262 25,7 74,4 
3 0,471 0,269 28,0 75,6 
4 0,458 0,245 28,6 75,0 
5 0,464 0,250 24,0 76,3 
6 0,457 0,242 29,5 78,2 
7 0,445 0,242 29,8 77,3 
8 0,463 0,251 23,0 76,5 
9 0,457 0,254 26,2 77,1 
10 0,461 0,255 29,5 74,0 

Média 0,461 0,253 27,2 76,0 
Mediana 0,462 0,252 28,0 75,9 

Desvio Padrão 0,008 0,009 2,4 1,3 
Minimo 0,445 0,242 23,0 74,0 
Máximo 0,472 0,269 29,8 78,2 

Fonte: Elaboração própria, 2022. 

 

Tabela 10: Resultados do XGBoost para o dataset UCI-Household. 

Fold  
(VC-ST) 

Dataset UCI-Household com 
XGBoost* 

RMSE MAE 
MAPE 

(%) 
R² 

1 0,484 0,279 29,2 74,2 
2 0,474 0,270 27,7 75,3 
3 0,472 0,269 27,8 75,6 
4 0,469 0,265 27,4 75,8 
5 0,468 0,264 27,1 76,0 
6 0,467 0,262 27,0 76,1 
7 0,464 0,260 26,7 76,4 
8 0,463 0,260 26,7 76,5 
9 0,461 0,257 26,4 76,7 
10 0,462 0,257 26,4 76,6 

Média 0,468 0,264 27,2 75,9 
Mediana 0,467 0,263 27,0 76,0 

Desvio Padrão 0,007 0,007 0,8 0,7 
Minimo 0,461 0,257 26,4 74,2 
Máximo 0,484 0,279 29,2 76,7 

Fonte: Elaboração própria, 2022. 
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Tabela 11: Resultados do RF para o dataset UCI-Household. 

Fold  
(VC-ST) 

Dataset UCI-Household com RF 

RMSE MAE 
MAPE 

(%) 
R² 

1 0,479 0,264 26,0 74,8 
2 0,477 0,262 25,8 75,0 
3 0,477 0,262 25,6 75,0 
4 0,473 0,259 25,6 75,4 
5 0,469 0,257 25,1 75,8 
6 0,464 0,255 25,3 76,3 
7 0,462 0,256 25,7 76,6 
8 0,461 0,258 25,9 76,6 
9 0,463 0,256 25,5 76,4 
10 0,461 0,256 25,6 76,7 

Média 0,469 0,259 25,6 75,9 
Mediana 0,467 0,258 25,6 76,1 

Desvio Padrão 0,007 0,003 0,3 0,8 
Minimo 0,461 0,255 25,1 74,8 
Máximo 0,479 0,264 26,0 76,7 

Fonte: Elaboração própria, 2022. 

 

Figura 43: Boxplots do RMSE obtido com os modelos LSTM, XGBoost e RF para o UCI-Household. 

  
Fonte: Elaboração própria, 2022. 

 

Apesar do menor RMSE médio e mediano da LSTM (respectivamente 0,461 e 

0,462), de acordo com o teste de Kruskal-Wallis não há diferença estatisticamente 

significativa entre o RMSE dos algoritmos LSTM, XGBoost e RF para o dataset UCI-

Household (p = 0,0718), mostrando uma tendência de resultados da rede LSTM mais 

baixos, mas sem a confirmação dos testes estatísticos. 
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5.3.2 Treinamento de Teste com o dataset LABIC-Building 

 

As Tabelas 12, 13 e 14, respectivamente, mostram as pontuações dos testes 

obtidos pelos algoritmos LSTM, XGBoost e RF, contendo cada uma das métricas 

RMSE, MAE, MAPE e R2 aplicados ao dataset LABIC-Building para VC-ST 

executados 10 vezes. Na sequência, a Figura 44 exibe os boxplots para o RMSE dos 

modelos LSTM, XGBoost e RF. 

 

Tabela 12: Resultados da LSTM para o dataset LABIC-Building.  

Fold  
(VC-ST) 

Dataset LABIC-Building com LSTM 

RMSE MAE 
MAPE 

(%) 
R² 

1 35,517 17,122 10,5 97,9 
2 36,167 21,485 22,6 97,8 
3 37,761 18,137 10,1 97,6 
4 35,388 17,387 12,6 97,9 
5 35,348 17,956 12,8 97,9 
6 37,509 21,297 18,4 97,6 
7 35,843 17,498 11,4 97,8 
8 35,883 18,915 14,8 97,8 
9 36,544 19,617 14,9 97,8 
10 35,058 17,778 12,7 97,9 

Média 36,102 18,719 14,1 97,8 
Mediana 35,863 18,047 12,7 97,8 

Desvio Padrão 0,916 1,590 3,8 0,1 
Minimo 35,058 17,122 10,1 97,6 
Máximo 37,761 21,485 22,6 97,9 

Fonte: Elaboração própria, 2022. 
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Tabela 13: Resultados do XGBoost para o dataset LABIC-Building.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

Fonte: Elaboração própria, 2022. 

 

Tabela 14: Resultados do RF para o dataset LABIC-Building. 

Fold  
(VC-ST) 

Dataset LABIC-Building com RF 

RMSE MAE 
MAPE 

(%) 
R² 

1 64,347 29,863 16,0 93,0 
2 44,696 20,867 11,4 96,6 
3 37,944 18,799 10,8 97,6 
4 37,379 18,193 10,3 97,7 
5 37,061 18,142 10,6 97,7 
6 37,437 18,561 11,4 97,6 
7 37,215 18,200 11,0 97,7 
8 38,132 18,358 10,8 97,6 
9 38,516 18,364 10,6 97,5 
10 38,427 18,366 10,6 97,5 

Média 41,115 19,771 11,3 97,1 
Mediana 38,038 18,365 10,8 97,6 

Desvio Padrão 8,463 3,637 1,7 1,4 
Minimo 37,061 18,142 10,3 93,0 
Máximo 64,347 29,863 16,0 97,7 

Fonte: Elaboração própria, 2022. 

 

 

Fold  
(VC-ST) 

Dataset LABIC-Building com 
XGBoost*  

RMSE MAE 
MAPE 

(%) 
R² 

1 61,420 27,576 13,7 93,7 
2 45,504 21,206 13,3 96,5 
3 39,425 19,724 12,9 97,4 
4 39,666 19,142 11,6 97,4 
5 38,766 18,571 11,1 97,5 
6 38,468 18,580 11,1 97,5 
7 38,034 18,334 10,9 97,6 
8 37,979 18,025 10,5 97,6 
9 38,823 18,442 10,3 97,5 
10 38,931 18,401 10,4 97,5 

Média 41,702 19,800 11,6 97,0 
Mediana 38,877 18,576 11,1 97,5 

Desvio Padrão 7,264 2,886 1,3 1,2 
Minimo 37,979 18,025 10,3 93,7 
Máximo 61,420 27,576 13,7 97,6 
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Figura 44: Boxplots do RMSE obtido com os modelos LSTM, XGBoost e RF para o LABIC-Building. 

 
Fonte: Elaboração própria, 2022. 

 

De acordo com os resultados do teste de Kruskal-Wallis para o dataset LABIC-

Building, há diferença estatisticamente significativa entre as métricas de RMSE para 

os algoritmos LSTM, XGBoost e RF (p < 0,0001).  

O teste de Dunn indicou que há diferença estatisticamente significativa entre a 

LSTM em relação aos algoritmos RF e XGBoost, conforme mostrado na Tabela 15. 

Deste modo, pode-se concluir que a LSTM superou estatisticamente os demais 

algoritmos para o caso testado (dataset LABIC-Building). 

 

Tabela 15: Teste post-hoc de Dunn para o dataset LABIC-Building. 

 

 

Número de 
comparação 

Comparação 
por grupo 

Diferença 
nas 

classificações 
médias 

Corte 
em 

alpha=0,05 

Diferença de 
significância 

= ** 

1 LSTM-RF 10,9 9,42511 ** 

2 LSTM-XGB 16,7 9,42511 ** 

3 RF-XGB 5,8 9,42511  
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A Tabela 16 mostra as pontuações médias dos testes consolidados para os 

modelos LSTM, XGBoost e RF, aplicados aos datasets UCI-Household e LABIC-

Building, com base nos dados descritos nas Tabelas 9 a 14.  

 

Tabela 16: Tabela consolidada com pontuações médias de teste dos algoritmos LSTM, XGBoost e RF 

para os datasets UCI-Household e LABIC-Building. 

Fonte: Elaboração própria, 2022. 

 

Com base nos resultados obtidos pelos algoritmos com VC-ST bem como os 

testes estatísticos, evidenciou-se a superioridade apresentada pela rede Neural LSTM 

em relação aos algoritmos XGBoost e RF, sendo que a mesma foi escolhida para ser 

analisada a partir de novos experimentos com dois novos datasets. 

A motivação para esses novos testes foi observar se o comportamento dos 

resultados obtidos pela LSTM nos datasets UCI-Household e LABIC-Building se 

mantém em novos datasets. Além disso, optou-se também por utilizar a rede neural 

BiLSTM, tendo em vista se tratar de uma variação da LSTM unidirecional utilizada 

com sucesso nos primeiros testes desta pesquisa. 

Assim sendo, a próxima Subseção (5.4) descreve os resultados obtidos nesses 

testes onde as redes neurais LSTM e BiLSTM foram utilizadas com VC-ST para os 

datasets Singapore e Tetouan-Zones, que já foram apresentados nas subseções 5.1.3 

(Singapore) e 5.3.4 (Tetouan-Zones).  

Cabe ressaltar que para os novos testes (descritos na Subseção 5.4), foi 

adicionada a métrica NRMSE (descrita na Subseção 4.7) para todos os resultados 

obtidos pelos modelos, sendo usado também para exibição nos boxplots  e na Tabela 

consolidada com resumo dos resultados. 

Tendo em vista a RNP LSTM apresentar resultados estatisticamente melhores 

que os algoritmos XGBoost e RF, a mesma foi utilizada para ser implantada como 

Models 

Dataset UCI-Household  
(Média) 

Dataset LABIC-Building 
(Média) 

RMSE 
(W) 

MAE 
(W) 

MAPE 
(%) 

R² 
RMSE 

(W) 
MAE 
(W) 

MAPE 
(%) 

R² 

XGBoost* 0,468 0,264 27,2 75,9 41,702 19,800 11,6 97,0 

RF 0,469 0,259 25,6 75,9 41,115 19,771 11,3 97,1 

LSTM 0,461 0,253 27,2 76,0 36,102 18,719 14,1 97,8 
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módulo de predição de consumo de energia elétrica no sistema IoT EnergySaver, 

conforme descrito a seguir. 

 

5.4 Implantação do módulo de predição com LSTM para o EnergySaver  

 

Conforme descrito no Capítulo 3 (Subseção 3.10.1), o módulo com LSTM 

realiza tanto a limpeza de dados quanto a sua execução para previsão, 

automaticamente no primeiro dia de cada mês, conforme Figura 45.  

 

Figura 45: Funcionamento do módulo com rede LSTM. 

 
Fonte: Elaboração própria, 2022. 

 Na Figura 45, os dados recebidos e armazenados no banco de dados devem 

passar por um processo de limpeza antes de serem utilizados pela rede para 

treinamento e teste. Para isso, foi criada uma Thread13 que executa dois scripts, sendo 

um para realizar a limpeza dos dados e outro para executar a rede LSTM. Assim 

sendo, quando a Thread é executada, ocorre a limpeza dos dados de forma 

simultânea em que a LSTM é executada para realizar a previsão de consumo, bem 

como um processo de concatenação entre o arquivo de treinamento e teste, criando 

um novo arquivo de treinamento com os dados antigos e os dados utilizados para 

testar a rede do mês atual. No início do mês seguinte, todo o processo descrito nas 

etapas anteriores é executado novamente. De forma mais detalhada, o módulo LSTM 

executa automaticamente as etapas descritas a seguir. 

I. Inicialmente, é feita uma consulta para retornar os dados recebidos pelo 

MongoDB do primeiro ao último dia do mês, a fim de criar o dataset de teste 

(já que o dataset de treinamento da rede foi criado anteriormente). 

                                                           
13 Executa duas ou mais tarefas/processos computacionais de forma simultânea. 
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II. Em seguida, remove os atributos desnecessários para a rede ('_id', 'user', 

'local', 'device', 'name_sensor', 'type_sensor', 'model_sensor') e usa apenas 

os dados de data, hora e potência ativa. 

III. Como os dados são recebidos no MongoDB a cada 10 segundos (padrão do 

sistema) a rede é padronizada para usar índice base fixo (intervalos de 10 

minutos). Assim, o módulo cria um novo dataset com data e hora a partir da 

potência ativa média contida em cada intervalo. Este novo dataset criado será 

usado para os testes com a rede LSTM. 

IV. Após isso, a rede LSTM é executada para realizar a previsão de consumo. 

Após a conclusão desse processo, uma mensagem é exibida ao usuário na 

página web com o resultado da previsão obtido pela LSTM. 

V. Por fim, é realizado um processo de concatenação entre o arquivo de 

treinamento e teste (dos meses anteriores e do mês atual que foi realizada a 

previsão) usados nos passos anteriores, criando um novo arquivo de 

treinamento para ser usado pela rede no início do mês seguinte, onde todo o 

processo descrito nas etapas anteriores é novamente executado de forma 

automática pelo módulo LSTM proposto. 

 

É importante destacar que para possíveis erros de comunicação entre os 

dispositivos que enviam e recebem dados, o sistema EnergySaver tem o tratamento 

adequado onde envia mensagens na tela para o administrador/usuário, bem como 

para o e-mail do administrador, de forma automática, informando o problema ocorrido. 

Esses tratamentos de erro também são importantes para que a rede LSTM execute o 

processo de treinamento e teste com eficiência (DA SILVA et al., (2021a). 

Após a implantação do módulo LSTM para o sistema IoT EnergySaver, optou-

se por realizar novos testes utilizando para isso a rede neural BiLSTM, tendo em vista 

se tratar de uma variação da LSTM unidirecional. Para isso, foram utilizados dois 

novos datasets, além dos dois que já haviam sido utilizados nos testes anteriores. Na 

Seção seguinte esses novos testes serão descritos detalhadamente.  
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5.5 Comparação estatística entre as redes neurais LSTM e BiLSTM com dados 

de validação 

 

Nas subseções seguintes, serão apresentados os resultados obtidos pelas 

redes neurais LSTM e BiLSTM para os datasets UCI-Household, LABIC-Building, 

Singapore e Tetouan-Zones, com dados de validação, individualmente. Será também 

descrita a análise estatística para verificar se há diferença estatisticamente 

significativa entre as redes. Por fim, será apresentado o tempo de execução dos 

algoritmos para treinamento-teste em cada dataset. 

 

5.5.1 Dados de validação com o dataset UCI-Household 

 

As Tabelas 17 e 18, respectivamente, mostram os valores das métricas RMSE, 

NRMSE, MAE, MAPE e R2 score, para os algoritmos LSTM e BiLSTM, aplicados ao 

dataset UCI-Household para VC-ST executados 10 vezes. Na sequência, a Figura 46 

exibe os boxplots referentes a métrica NRMSE obtida para os modelos.  

 

Tabela 17: Resultados da rede LSTM para o dataset UCI-Household. 

Fold  
(VC-ST) 

Dataset UCI-Household com LSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 0,484 0,065 0,272 27,3 74,4 
2 0,481 0,064 0,266 25,6 74,7 
3 0,477 0,064 0,275 28,9 75,1 
4 0,594 0,079 0,394 51,2 61,4 
5 0,489 0,065 0,270 25,4 73,9 
6 0,620 0,083 0,414 50,9 58,0 
7 0,548 0,073 0,349 41,9 67,2 
8 0,476 0,064 0,270 27,1 75,2 
9 0,480 0,064 0,268 27,4 74,8 
10 0,605 0,081 0,407 50,6 59,9 

Média 0,525 0,070 0,318 35,6 69,5 
Mediana 0,486 0,065 0,273 28,1 74,1 

Desvio Padrão 0,060 0,008 0,065 11,6 7,1 
Minimo 0,476 0,064 0,266 25,4 58,0 
Máximo 0,620 0,083 0,414 51,2 75,2 

Fonte: Elaboração própria, 2022. 
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Tabela 18: Resultados da rede BiLSTM para o dataset UCI-Household. 

Fold  
(VC-ST) 

Dataset UCI-Household com Bi_LSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 0,497 0,066 0,291 30,5 72,9 
2 0,510 0,068 0,286 27,3 71,5 
3 0,506 0,068 0,290 27,6 72,0 
4 0,506 0,068 0,290 27,6 72,0 
5 0,499 0,067 0,307 36,2 72,7 
6 0,488 0,065 0,286 31,2 74,0 
7 0,491 0,066 0,266 24,0 73,6 
8 0,499 0,067 0,287 24,1 72,8 
9 0,485 0,065 0,265 23,6 74,3 
10 0,522 0,070 0,391 59,7 70,2 

Média 0,500 0,067 0,296 31,2 72,6 
Mediana 0,499 0,067 0,288 27,6 72,8 

Desvio Padrão 0,011 0,001 0,036 10,7 1,2 
Minimo 0,485 0,065 0,265 23,6 70,2 
Máximo 0,522 0,070 0,391 59,7 74,3 

Fonte: Elaboração própria, 2022. 

 

Figura 46: Boxplots do NRMSE da LSTM e BiLSTM para o dataset UCI-Household. 

 
Fonte: Elaboração própria, 2022. 

 

5.5.2 Dados de validação com o dataset LABIC-Building 

 

As Tabelas 19 e 20, respectivamente, mostram os valores das métricas RMSE, 

NRMSE, MAE, MAPE e R2 score, para os algoritmos LSTM e BiLSTM, aplicados ao 

dataset LABIC-Building para VC-ST executados 10 vezes. Na sequência, a Figura 47 

exibe os boxplots referentes a métrica NRMSE obtida para os modelos. 

 



120 
 

Tabela 19: Resultados da LSTM para o dataset LABIC-Building.  

Fold  
(VC-ST) 

Dataset LABIC-Building com LSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 35,883 0,032 18,079 12,8 97,8 
2 36,193 0,032 22,095 24,4 97,8 
3 37,972 0,033 18,648 11,3 97,6 
4 35,352 0,031 17,933 14,3 97,9 
5 35,065 0,031 17,912 13,1 97,9 
6 37,042 0,033 22,176 22,1 97,7 
7 35,660 0,031 18,113 13,6 97,9 
8 36,060 0,032 19,389 15,9 97,8 
9 36,158 0,032 20,287 17,3 97,8 
10 34,809 0,031 17,981 13,5 98,0 

Média 36,020 0,032 19,261 15,8 97,8 
Mediana 35,971 0,032 18,380 13,9 97,8 

Desvio Padrão 0,936 0,001 1,697 4,3 0,1 
Minimo 34,809 0,031 17,912 11,3 97,6 
Máximo 37,972 0,033 22,176 24,4 98,0 

Fonte: Elaboração própria, 2022. 

 

Tabela 20: Resultados da BiLSTM para o dataset LABIC-Building.  

Fold  
(VC-ST) 

Dataset LABIC-Building com BiLSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 36,587 0,032 22,003 22,6 97,8 
2 39,469 0,035 27,645 36,5 97,4 
3 36,895 0,032 18,588 12,4 97,7 
4 37,574 0,033 25,741 32,1 97,6 
5 34,093 0,030 17,225 11,9 98,0 
6 34,116 0,030 19,217 18,5 98,0 
7 33,521 0,030 16,427 11,0 98,1 
8 34,342 0,030 17,134 11,2 98,0 
9 34,413 0,030 20,092 21,1 98,0 
10 35,989 0,032 21,705 22,0 97,8 

Média 35,700 0,031 20,578 19,9 97,9 
Mediana 35,201 0,031 19,654 19,8 97,9 

Desvio Padrão 1,925 0,002 3,746 8,9 0,2 
Minimo 33,521 0,030 16,427 11,0 97,4 
Máximo 39,469 0,035 27,645 36,5 98,1 

Fonte: Elaboração própria, 2022. 
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Figura 47: Boxplots do NRMSE obtido com LSTM e BiLSTM para o dataset LABIC-Building. 

 
Fonte: Elaboração própria, 2022. 

 

5.5.3 Dados de validação com o dataset Singapore 

 

As Tabelas 21 e 22, respectivamente, mostram os valores das métricas RMSE, 

NRMSE, MAE, MAPE e R2 score, para os algoritmos LSTM e BiLSTM, aplicados ao 

dataset Singapore para VC-ST executados 10 vezes. Na sequência, a Figura 48 exibe 

os boxplots referentes a métrica NRMSE obtida para os modelos. 

 

Tabela 21: Resultados da LSTM para o dataset Singapore.  

Fold  
(VC-ST) 

Dataset  Singapore com LSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 35,096 0,016 28,374 0,6 99,7 
2 35,797 0,017 28,957 0,6 99,7 
3 30,836 0,014 24,218 0,5 99,8 
4 42,846 0,020 35,388 0,7 99,6 
5 32,755 0,015 26,533 0,5 99,7 
6 48,184 0,022 39,409 0,8 99,5 
7 31,026 0,014 24,818 0,5 99,8 
8 46,894 0,022 40,107 0,8 99,5 
9 36,283 0,017 28,940 0,6 99,7 
10 29,291 0,014 23,562 0,5 99,8 

Média 36,901 0,017 30,031 0,6 99,7 
Mediana 35,446 0,017 28,657 0,6 99,7 

Desvio Padrão 6,781 0,003 6,131 0,1 0,1 
Minimo 29,291 0,014 23,562 0,5 99,5 
Máximo 48,184 0,022 40,107 0,8 99,8 

Fonte: Elaboração própria, 2022. 
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Tabela 22: Resultados da BiLSTM para o dataset Singapore.  

Fold  
(VC-ST) 

Dataset  Singapore com BiLSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 39,755 0,019 30,713 0,6 99,6 
2 74,322 0,035 63,770 1,2 98,7 
3 27,914 0,013 22,190 0,5 99,8 
4 29,148 0,014 22,167 0,4 99,8 
5 33,638 0,016 26,725 0,5 99,7 
6 24,266 0,011 18,874 0,4 99,9 
7 29,963 0,014 25,081 0,5 99,8 
8 22,716 0,011 17,727 0,4 99,9 
9 24,229 0,011 18,644 0,4 99,9 
10 29,269 0,014 23,618 0,5 99,8 

Média 33,522 0,016 26,951 0,5 99,7 
Mediana 29,209 0,014 22,904 0,5 99,8 

Desvio Padrão 15,179 0,007 13,537 0,3 0,4 
Minimo 22,716 0,011 17,727 0,4 98,7 
Máximo 74,322 0,035 63,770 1,2 99,9 

Fonte: Elaboração própria, 2022. 

 

Figura 48: Boxplots do NRMSE obtido com os modelos LSTM e BiLSTM para o dataset Singapore. 

 
Fonte: Elaboração própria, 2022. 

 

5.5.4 Dados de validação com o dataset Tetouan-Zones 
 

As Tabelas 23 e 24, respectivamente, mostram os valores das métricas RMSE, 

NRMSE, MAE, MAPE e R2 score, para os algoritmos LSTM e BiLSTM, aplicados ao 

dataset Tetouan-Zones para VC-ST executados 10 vezes. Na sequência, a Figura 49 

exibe os boxplots referentes a métrica NRMSE obtida para os modelos. 
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Tabela 23: Resultados da LSTM para o dataset Tetouan-Zones.  

Fold  
(VC-ST) 

Dataset  Tetouan-Zones com LSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 880,601 0,016 707,742 1,2 99,6 
2 806,638 0,015 591,798 0,9 99,7 
3 747,032 0,014 569,353 1,0 99,7 
4 1264,597 0,023 1013,582 1,5 99,2 
5 832,836 0,015 623,614 0,9 99,7 
6 785,838 0,014 612,084 1,0 99,7 
7 952,206 0,017 807,024 1,4 99,6 
8 833,170 0,015 648,251 1,0 99,7 
9 810,916 0,015 637,257 1,1 99,7 
10 654,841 0,012 472,449 0,8 99,8 

Média 856,867 0,016 668,315 1,1 99,6 
Mediana 821,876 0,015 630,436 1,0 99,7 

Desvio Padrão 163,161 0,003 149,273 0,2 0,2 
Minimo 654,841 0,012 472,449 0,8 99,2 
Máximo 1.264,597 0,023 1.013,582 1,5 99,8 

Fonte: Elaboração própria, 2022. 

 

Tabela 24: Resultados da BiLSTM para o dataset Tetouan-Zones.  

Fold  
(VC-ST) 

Dataset  Tetouan-Zones com BiLSTM 

RMSE NRMSE MAE 
MAPE 

(%) 
R² 

1 618,613 0,011 457,710 0,8 99,8 
2 576,300 0,010 429,827 0,7 99,8 
3 834,071 0,015 641,204 1,2 99,7 
4 850,158 0,015 653,708 1,0 99,6 
5 730,202 0,013 579,820 1,0 99,7 
6 648,534 0,012 514,702 0,8 99,8 
7 573,357 0,010 407,655 0,6 99,8 
8 523,353 0,009 386,385 0,6 99,9 
9 581,298 0,011 432,836 0,7 99,8 
10 526,451 0,010 380,853 0,6 99,9 

Média 646,234 0,012 488,470 0,8 99,8 
Mediana 599,956 0,011 445,273 0,7 99,8 

Desvio Padrão 119,514 0,002 103,106 0,2 0,1 
Minimo 523,353 0,009 380,853 0,6 99,6 
Máximo 850,158 0,015 653,708 1,2 99,9 

Fonte: Elaboração própria, 2022. 

 

 

 



124 
 

Figura 49: Boxplots do NRMSE obtido com os modelos LSTM e BiLSTM para o dataset Tetouan-
Zones. 

 
Fonte: Elaboração própria, 2022. 

 

 

5.5.5 Resumo dos Resultados validação em todos os datasets 

 

A Tabela 25 mostra as pontuações médias de NRMSE e R2 score dos testes 

consolidados para as redes LSTM e BiLSTM, aplicados aos datasets UCI-Household, 

LABIC-Building, Singapore e Tetouan-Zones. Na Subseção 5.5.6 os valores de 

NRMSE serão avaliados com os testes estatísticos de Friedman e os testes post hoc 

de Nemenyi. 

 

Tabela 25: Tabela consolidada com pontuações médias das métricas RMSE e R2 score obtidas no 

testes para todos algoritmos e datasets. 

Fonte: Elaboração própria, 2022. 

 

Observando os resultados da Tabela 25, pode-se concluir que a rede BiLSTM 

obteve menores médias de NRMSE (destacado em negrito) para todos os datasets 

em comparação com a LSTM. 

Modelos 
UCI-Household LABIC-Building Singapore Tetouan-Zones 

NRMSE R² NRMSE R² NRMSE 
R² 
(%) 

NRMSE R² 

LSTM 0,070 69,5 0,032 97,8 0,017 99,7 0,016 99,6 

BiLSTM 0,067 72,6 0,031 97,9 0,016 99,7 0,012 99,8 
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5.5.6 Análise Estatística dos Resultados obtidos pelas redes LSTM e BiLSTM. 

 

Conforme mencionado na Subseção 4.7, para determinar a melhor arquitetura, 

foi realizado o teste estatístico não paramétrico de Friedman. Esse teste teve como 

base os resultados obtidos pela métrica NRMSE nos testes de validação pelas redes 

LSTM e BiLSTM para os datasets UCI-Household, LABIC-Building, Singapore e 

Tetouan-Zones. 

De acordo com os resultados do teste de Friedman para todos os datasets, há 

diferença estatisticamente significativa entre as métricas de NRMSE entre os 

algoritmos LSTM e BiLSTM com p-valor = 0,0455. 

Embora seja aplicado para a comparação de múltiplos algoritmos, o teste post 

hoc de Nemenyi (1963) quando aplicado a comparação entre LSTM e BiLSTM, 

também indicou que há diferença estatisticamente significativa com p-valor = 0,046, 

que é menor que o limiar 0,05.  

De acordo com estes resultados pode-se concluir que a BiLSTM superou 

estatisticamente a LSTM em todos os datasets a partir da métrica NRMSE. Este 

resultado corrobora com os resultados apresentados pela abordagem de Graves e 

Schmidhuber (2005), onde concluíram que as redes bidirecionais superam as 

unidirecionais. 

 

5.5.7 Tempo de execução dos algoritmos por dataset 

 

O tempo de execução apresentado nesta Subseção, está relacionado ao tempo 

gasto pelos algoritmos individualmente por dataset, para 10 execuções usando VC-

ST para treinamento-teste e validação dos dados, conforme tabela 26 e Figura 50.  

 

Tabela 26: Tempo de execução em horas da LSTM e BILSTM para todos os datasets. 

Modelos 

UCI-Household LABIC-Building Singapore 
Tetouan-

Zones 

Tempo 
(h) 

Tempo 
(h) 

Tempo 
(h) 

Tempo 
(h) 

LSTM 8,75 1,58 0,97 2,28 

BiLSTM 17,76 2,58 1,63 3,93 

Fonte: Elaboração própria, 2022. 
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Figura 50: Tempo de execução em segundos da LSTM e BILSTM para todos os datasets. 

 
Fonte: Elaboração própria, 2022. 

  

Na Tabela 26 e Figura 50, foram apresentados os tempos para treinamento-

teste e validação usando VC-ST (10 execuções), da LSTM e BiLSTM para cada 

dataset. Percebe-se, de forma geral, que os maiores tempos de execução são da 

BiLSTM correspondendo a 63,8% do total gasto e a LSTM com 36,2%. 

Em relação ao custo benefício entre o tempo de treinamento e ganho usando a 

BiLSTM em comparação a LSTM, pode-se destacar que nas Subseções 5.5.5 e 5.5.6, 

foram apresentados os resultados e testes estatísticos comprovando que a BiLSTM 

foi melhor estatisticamente, no entanto com o tempo de treinamento duas vezes maior, 

demandando mais recursos computacionais.  

Esta diferença é bastante relevante para a escolha de modelos em cenários 

reais de aplicação, sendo que a decisão deve partir da avaliação de qual o panorama 

e a recorrência em que as previsões devem ser realizadas. Caso seja necessário um 

treinamento rápido do modelo, isso pode impactar nos objetivos da organização, 

especialmente se for utilizado um dataset bastante extenso para o seu treinamento. 

No entanto, em casos em que o treinamento do modelo possa ser realizado no período 

de tempo maior, não impactará no caso específico. 

Todavia, conforme destacado na Seção 4.6, o modelo de treinamento da LSTM 

e BiLSTM pode ser salvo em formato “.h5” podendo ser usado para realizar a 

validação da rede a qualquer momento, demandando pouco tempo, tendo em vista o 
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modelo já estar salvo. Assim, um novo treinamento completo da rede pode ser 

realizado em período de tempo maior (bimestral, trimestral, semestral, etc.), sendo 

que para o seu uso emergencial, por exemplo, pode-se utilizar o modelo salvo 

anteriormente. Neste caso, o tempo gasto entre a LSTM e BiLSTM para previsão 

(validação) é similar, tendo em vista não precisar do treinamento adicional, utilizando 

para isso o modelo salvo.  

Outra possiblidade é utilizar Transfer Learning (OTOVIĆ, 2022; WEISS et al., 

,2016) a partir de outras redes pré-treinadas para reduzir o tempo de treinamento, 

sendo necessário avaliar o desempenho. Tal implementação pode ser desenvolvida e 

avaliada em trabalhos futuros. 

 

5.5.8 Predição com as redes LSTM e BiLSTM em dados não usados para 

treinamento para todos os datasets 

 

Com as redes LSTM e BiLSTM treinadas anteriormente, buscou-se prever o 

consumo de energia elétrica nos datasets UCI-Household, LABIC-Building, Singapore 

e Tetouan-Zones, utilizando o último mês de coleta de cada um para predição, 

correspondendo aos dados de validação, conforme descrito na Seção 4.6 (pré-

processamento dos dados). 

A Figura 51 mostra predições típicas para o dataset UCI-Household realizadas 

pelas redes LSTM (NRMSE = 0,070) e BiLSTM (NRMSE = 0,068). 

 

Figura 51: Resultado da predição com LSTM e BiLSTM para o dataset UCI-Household. 

 
Fonte: Elaboração própria, 2022. 
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A Figura 52 mostra predições típicas para o dataset LABIC-Building realizadas 

pelas redes LSTM (NRMSE = 0,032) e BiLSTM (NRMSE = 0,031). 

 

Figura 52: Resultado da predição com LSTM e BiLSTM para o dataset LABIC-Building. 

 
Fonte: Elaboração própria, 2022. 

A Figura 53 mostra predições típicas para o dataset Singapore realizadas pelas 

redes LSTM (NRMSE = 0,017) e BiLSTM (NRMSE = 0,016). 

 

Figura 53: Resultado da predição com LSTM e BiLSTM para o dataset Singapore. 

 
Fonte: Elaboração própria, 2022. 

 

A Figura 54 mostra predições típicas para o dataset Tetouan-Zones realizadas 

pelas redes LSTM (NRMSE = 0,016) e BiLSTM (NRMSE = 0,012). 
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Figura 54: Resultado da predição com LSTM e BiLSTM para o dataset Tetouan-Zones. 

 
Fonte: Elaboração própria, 2022. 

 

Os resultados apresentados nas Figuras 51 a 54 confirmam que a rede BiLSTM 

foi estatisticamente superior à LSTM, sendo capaz de aprender com os dados de 

treinamento e testes, e quando aplicado na validação, as previsões ficaram próximas 

do valor real.  

 

5.6 Resultados Científicos, Técnicos e Acadêmicos 

 

Os principais resultados científicos, técnicos e acadêmicos, alcançados por 

este trabalho foram baseados nos resultados esperados descritos no Capítulo1 Seção 

1.6, proporcionados por meio dos experimentos realizados e descritos no decorrer dos 

Capítulos, divididos em resultados científicos, técnicos, acadêmicos e 

socioeconômicos, de acordo com o Quadro 2. 

 

 Quadro 2:   Resultados alcançados  

  
 

 
 
 
 
 
 
 
 

 Treinamento e Teste de STs de consumo de energia elétrica com a rede 
neural LSTM: Experimentos computacionais para prever o consumo de 
energia elétrica para o mês de agosto de 2019; 

 Módulo de rede neural LSTM acoplado o sistema IoT EnergySaver. 

 Publicação de Capítulo de Livro como coautor: 

SANTOS, C. A. M.; SILVA, D. G.; LOPES, J. B. S.; MENESES, A. A. M. 
Eficiência Energética: Estudos Preliminares para uma Gestão Otimizada de 
Energia na Amazônia. Produzindo Textos Técnicos em Inglês e Português no 
IFPA - Campus de Itaituba. 1ed.Curitiba-PR: EDITORA CRV, 2019, v. 1, p. 
1-312. 
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CAPÍTULO 6 

 

6 DISCUSSÕES  

 

Neste Capítulo vamos discutir a implantação de um módulo de predição de STs 

para um sistema IoT. Os testes realizados se subdividiram entre números de camadas 

para a rede LSTM, algoritmos baseados em AM em relação a LSTM e comparação 

entre a LSTM e BiLSTM; além destas discussões, exemplificamos propostas para uso 

eficiente de energia elétrica.  

 

6.1 O módulo de Predição com a rede LSTM 

 

O módulo de predição foi desenvolvido e implementado ao sistema 

EnergySaver (ver mais em Da Silva et al., 2021a; Da Silva et al., 2021b; e Apêndice 

A), assim sendo, mostrou-se a viabilidade técnica, tendo em vista a capacidade de 

transmissão de dados entre equipamentos distintos, bem como a exibição dos 

resultados tanto dos dados coletados quanto da predição, na tela em tempo real para 

o usuário. 

No que se refere ao módulo baseado em AP para um sistema IoT, é importante 

destacar que algumas propostas já mencionadas anteriormente (Seção 1.1) 

apresentaram abordagens nesse sentido, como por exemplo Aswani et al. (2012), que 

apresentaram um modelo de sistema para gerenciamento de ar-condicionado, usando 

um esquema MPC baseado em AP, que  ajusta a temperatura ambiente 

automaticamente a partir de dados coletados no local (sensores instalados na sala) e 

externamente por meio de um computador que obtém as previsões meteorológicas 

atualizadas em tempo real via internet, entretanto, em comparação com a nossa 

abordagem, o sistema proposto pelos autores não realiza a predição de consumo do 

equipamento.  

Outra proposta relacionada ao presente trabalho foi apresentada por Ruano et 

al. (2018) que criaram um sistema de controle preditivo para equipamentos HVAC com 

objetivo de gerenciar a energia residencial usando uma plataforma IoT. O sistema 

fornece alertas para diagnósticos, permitindo operação autônoma perpétua em 

condições razoáveis e condições de iluminação comuns em edifícios e residências. 
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Todavia não realiza a predição nem utiliza modelos baseados em AP para esse fim, o 

que torna diferente da nossa abordagem. 

Por fim, o exemplo que mais se assemelha ao nosso trabalho, trata-se da 

proposta de Lee et al. (2019) que apresenta uma abordagem para criação de um 

sistema de previsão de consumo de energia baseado em rede neural LSTM utilizando 

computação de borda. Foi implementado em um ambiente de escritório dentro do 

edifício. O sistema exibe os dados da predição de consumo para os usuários 

individualmente mediante o uso de gateways. A principal diferença para nosso 

trabalho está relacionada a exibição dos dados de predição da rede LSTM, já que os 

autores destacam que os dados são exibidos diariamente, e no caso da nossa 

proposta, a predição é realizada mensalmente. Além disso, as ferramentas e 

equipamentos utilizados para desenvolvimento do sistema de Lee et al. (2019) 

possuem diferenças significativas em relação às utilizados em nossa abordagem. 

Assim sendo, destaca-se a originalidade deste trabalho, tendo em vista possuir 

características semelhantes a de outros autores na literatura atual, no entanto com 

diferenças significativas em relação ao sistema IoT e a proposta do módulo de 

predição com LSTM.  

 

6.2 Comparação entre modelos LSTM 

 

Tendo realizado os testes preliminares do sistema EnergySaver com o módulo 

de predição com sucesso, a próxima etapa foi realizar um estudo com a LSTM para 

verificar qual a melhor configuração em relação ao números de camadas para o tipo 

de séries temporais utilizadas neste trabalho. 

No primeiro experimento (Seção 5.2 - Resultados preliminares para dois 

datasets), avaliamos modelos de rede LSTM com diferentes números de camadas 

para previsão de consumo em dois datasets (UCI-Household e LABIC-Building) 

usando o VC-ST. O número de camadas não causou diferença estatisticamente 

significativa entre os modelos (testes de Kruskal-Wallis com p = 0,0833), então 

selecionamos o modelo L2 para a realização de novos testes. 

Outro ponto a ser destacado é a comparação com os resultados obtidos na 

validação apresentada no trabalho de Da Silva et al.(2021), que também utilizou o 

dataset LABIC-Building, porém sem o uso de VC-ST para encontrar a melhor 

arquitetura de rede. Nesse trabalho, os valores médios para dez execuções foram 



133 
 

RMSE = 0,0410 e MAE = 0,0263. No entanto, ao buscar os melhores modelos com 

VC-ST, os valores das métricas foram RMSE = 0,0289 e MAE = 0,0205 (Subseção 

5.2.2), apresentando menores valores de erro de predição. Assim, a aplicação do VC-

ST para a busca dos melhores modelos permitiu melhorar o desempenho geral da 

rede neural LSTM. 

Comparações semelhantes foram utilizadas por vários autores como por 

exemplo Schirmer et al. (2019), que em sua abordagem avaliaram o desempenho de 

diferentes métodos de regressão para previsão de energia, entre eles a LSTM, onde 

testaram diferentes números de camadas. Já Mellouli et al. (2019), realizaram testes 

experimentais com modelos de AP para previsão de STs de temperatura interna e 

consumo de energia em uma câmara fria, e a partir de testes experimentais, 

concluíram que o melhor modelo de rede LSTM para o problema em questão, dentre 

outas configurações, seria com três camadas. Em Das et al. (2020), os autores 

realizaram uma análise comparativa entre RNAs, dentre elas a LSTM, e a partir de 

experimentos, conduziram os testes utilizando-a com três camadas. 

Essas abordagens corroboram de certa forma com os resultados obtidos em 

nossos experimentos, tendo em vista que o modelo de rede LSTM com duas camadas 

apresentou resultados sem diferença estatisticamente significativa entre os modelos 

com maior números de camadas. 

 

6.3 Comparação com outros algoritmos de AM 

 

Em relação à comparação da LSTM com os algoritmos XGBoost e RF com VC-

ST (Seção 5.3), para o dataset UCI-Household, mostrou-se uma leve tendência de 

melhores resultados da LSTM, embora não confirmado com testes estatísticos de 

Kruskal-Wallis, tendo em vista que obteve menor RMSE médio e mediano 

(respectivamente 0,461 e 0,462). Por outro lado, um melhor desempenho do modelo 

LSTM foi confirmado estatisticamente (Kruskal-Wallis e Dunn) para o dataset LABIC-

Building. 

Algumas abordagens realizaram testes semelhantes, como por exemplo Hadri 

et al. (2021), que avaliaram os algoritmos LSTM, XGBoost e SARIMA para previsão 

de consumo de eletricidade online, no entanto concluem que para esse problema, 

nenhum deles supera eficientemente as três estratégias de previsão (univariada, 

multivariada e multipasso). Já Shin e Woo (2022), avaliaram os algoritmos LSTM, RF 
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e XGBoost, para previsão de consumo de energia na Coréia, onde a LSTM apresentou 

o melhor desempenho de previsão em um dataset com dados referentes ao período 

coletado antes da pandemia da COVID-19, e o algoritmo RF apresentou melhores 

resultados em outro dataset com dados coletados pós pandemia. Em Runge e Saloux 

(2023), os autores realizaram uma comparação entre modelos de IA (dentre outros, 

RF, XGBoost e LSTM) para previsão de demanda futura de energia, apontando 

melhores resultados da LSTM e XGBoost. 

Após os primeiros testes que apontaram que a rede LSTM foi estatisticamente 

superior aos outros algoritmos, ela foi escolhida para ser analisada a partir de novos 

experimentos com novos datasets, visando observar se o modelo iria manter os bons 

resultados.  

 

6.4 Comparação entre LSTM e BiLSTM 

 

Em novos testes, optou-se por utilizar a rede neural BiLSTM, tendo em vista se 

tratar de uma variação da LSTM unidirecional. Os testes foram realizados a partir de 

dois novos datasets, o Singapore e Tetouan-Zones. É importante destacar que a 

BiLSTM, como não havia sido utilizada nos testes anteriores com os datasets UCI-

Household e LABIC-Building, foi testada com os quatro datasets.  

Deste modo, com os resultados de ambas as redes utilizando VC-ST, foi 

realizada uma comparação estatística dos resultados obtidos por elas (Seção 5.5), 

onde o teste de Friedman apontou que para todos os datasets, havia diferença 

estatisticamente significativa entre elas, sendo necessário aplicar o teste post hoc de 

Nemenyi, que indicou haver diferença estatisticamente significativa entre as redes, 

concluindo que a BiLSTM apresentou resultados superiores à LSTM. 

Esses melhores resultados da BiLSTM, corroboram com o resultado obtido por 

algumas abordagens como por exemplo Siami-Namini et al. (2019), que realizam um 

estudo para comparar o desempenho da LSTM e BiLSTM na previsão de STs, onde 

apontou que a BiLSTM obteve menores valores de RMSE. No entanto, diferente do 

nosso trabalho, os autores não realizam os testes estatísticos. 

 Outra abordagem que realizou comparação semelhante foi proposta por Fang 

e Yuan (2019) que avaliaram técnicas de melhoria de desempenho para modelos de 

AP na previsão de STs, usando LSTM e BiLSTM. Do mesmo modo, os resultados 

apontaram melhores resultados da BiLSTM em todos os testes para a métricas MAE, 
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MAPE e RMSE. À semelhança do autor citado anteriormente, não há menção a testes 

estatísticos para os resultados obtidos. 

Outro exemplo a ser destacado foi a proposta de Rhif et al. (2020), que 

compararam o desempenho de modelos de AP para STs usando LSTM e BiLSTM. Os 

resultados dos testes apontaram que ambos os métodos apresentaram pequenas 

diferenças entre si para as métricas RMSE e R², sendo que a BiLSTM foi melhor na 

maioria dos casos. Também não há menção sobre testes estatísticos. 

Por fim, foram apresentadas as figuras de predição da LSTM e BiLSTM para 

os quatro datasets supracitados (Subseção 5.5.8), que confirmaram os melhores 

resultados da BiLSTM em todos os datasets. 

 

6.5 Propostas para o uso Eficiente de Energia Elétrica  

 

Conforme mencionado na Seção 1.6 (resultados esperados), com este trabalho 

pretende-se também fornecer subsídios para promover o uso consciente de energia 

elétrica, a partir de compartilhamento de ações já utilizadas nos setores públicos e 

privados, disponíveis na literatura, existentes em nossa região. 

É importante destacar que um sistema IoT, como o EnergySaver por exemplo, 

apenas possibilita ao usuário obter informações em tempo real o consumo elétrico do 

local (ou equipamento), além da predição de consumo para o mês seguinte, mediante 

o módulo baseado em RNP LSTM. Já as ações a serem tomadas para diminuir o 

consumo, devem ser realizadas a partir de iniciativas dos interessados. 

No contexto da Região Amazônica há muito o que se avançar nessa temática, 

porém, é importante destacar que existem algumas abordagens e programas 

institucionais que buscam alcançar esse objetivo. Esses programas podem servir 

como modelos a serem seguidos por outras cidades, universidades e setor privado. 

Dentre outros, pode-se destacar os projetos descritos a seguir. 

 Foi lançada uma campanha educativa pela Universidade Federal do Pará 

(UFPA)14 em Outubro de 2019 denominada “É da Nossa Conta”, que visa 

lembrar a todos os seus frequentadores a responsabilidade que cada um tem 

em relação ao consumo de energia na Instituição. A campanha faz parte do 

Plano de Gestão de Logística Sustentável (PLS) da UFPA e busca reduzir os 

                                                           
14 https://www.portal.ufpa.br 
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gastos com energia elétrica por meio de várias medidas aplicadas, em vários 

setores da instituição. A informação, que está disponível no portal da 

universidade por meio da assessoria de Comunicação da UFPA, conta com a 

adesão dos servidores e da população em geral. 

 Outra iniciativa a se destacar foi o Primeiro Hackathon Inova Tapajós, que 

ocorreu no Campus Tapajós da UFOPA, em novembro de 2019 e teve como 

propósito promover a cultura de inovação por meio do desenvolvimento de 

soluções para problemas reais relacionados à sustentabilidade. Por meio da 

metodologia VIA15 para inovação aberta, os desafios para os mais de 50 

participantes foi baseado na transformação do uso de recursos energéticos e 

hídricos e a destinação de resíduos sólidos, do campus e da cidade. O evento 

objetivou a criação de soluções tecnológicas, visando a transferência dessas 

tecnologias para a sociedade, buscando a eficiência energética, melhoria e 

agilidade nos serviços conectando, assim, todo o ecossistema de inovação e 

empreendedorismo da cidade. 

 Uma abordagem da literatura foi proposta por Souza (2015), onde o objetivo 

foi determinar os indicadores de eficiência energética como o consumo 

específico, fator de carga e custo médio da energia, bem como a 

determinação dos indicadores de qualidade da energia, mediante análise das 

grandezas elétricas aferidas nos principais sistemas consumidores de três 

indústrias com grande representação no cenário regional, no polo industrial 

de Manaus/AM. A metodologia incluiu levantamento de campo, aplicação de 

questionários de caracterização energética e medições elétricas. Os 

resultados apontaram que as indústrias apresentaram indicadores de 

eficiência, na sua maioria, melhores que a média nacional, contudo, foi 

constatado que grande parte dos sistemas consumidores das indústrias 

apresentaram distúrbios relacionados à qualidade da energia elétrica, como 

baixo fator de potência e conteúdo harmônico. Dessa forma, o autor concluiu 

que existe um potencial para eficiência energética nos sistemas industriais do 

referido polo industrial. 

 

                                                           
15 http://via.ufsc.br/ 
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Diante disso, é possível observar que principalmente as universidades têm 

buscado cumprir seu papel social promovendo o desenvolvimento local e regional, por 

meio do tripé formado pelo ensino, pela pesquisa e pela extensão, tonando-se 

agências produtoras e geradoras de conhecimento, visando cooperar com as 

indústrias para favorecer a transferência dos conhecimentos e de tecnologia, 

promovendo com isso o bem estar da sociedade em geral. 

Deste modo, buscando-se promover o consumo consciente de energia elétrica, 

a partir dessas ações, a sociedade em geral pode ser sensibilizada a adotar 

comportamentos individuais que resultem na redução do consumo e amenize os 

impactos no meio ambiente. As pequenas ações que o indivíduo pode fazer no seu 

cotidiano, se replicadas por várias pessoas, terão resultados significativos na redução 

do consumo de eletricidade. 

Por fim, aliando essas ações a possibilidade de implantação de sistemas 

semelhantes ao EnergySaver, poderão surgir benefícios significativos para a 

sociedade em geral e principalmente para o meio ambiente. 
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CAPÍTULO 7 

 

7 CONCLUSÃO E TRABALHOS FUTUROS 

 

Obter eficiência energética é um problema central para a nossa sociedade. 

Desse modo, tanto no ponto de vista econômico quanto da sustentabilidade, são 

necessárias ações que possibilitem o desenvolvimento social, de modo que seja 

possível manter a comodidade social adquirida e, ao mesmo tempo, minimizar os 

danos aos recursos naturais, valendo-se de ações que promovam a eficiência 

energética, como por exemplo, a incorporação de novas tecnologias que realizem o 

monitoramento e predição de consumo, visando reduzir o consumo de energia a partir 

de ações concretas, conforme destacado por Gardner e Stern (2002) em sua 

abordagem. 

Portanto, um estudo sobre as redes neurais para predição de consumo de 

energia elétrica na região amazônica tornou-se de extrema importância, 

principalmente por se tratar de uma área pouco explorada, bem como por ser 

direcionado a ambiente universitário com características peculiares devido ao elevado 

consumo de energia elétrica demandado por equipamentos de refrigeração devido as 

atividades do campus.  

Há de se destacar também as peculiaridade climáticas e meteorológicas da 

região, especificamente na Cidade de Santarém-PA, que de acordo com IBGE (2019) 

o clima da região é quente e úmido, com temperatura média anual variando de 25 a 

28 °C, com regime pluviométrico de aproximadamente 1.920 mm por ano. As 

temperaturas mais elevadas ocorrem nos meses de junho a novembro, enquanto o 

período de maior precipitação pluviométrica é de dezembro a maio.  

Além disso, foram utilizados também outros datasets com dados reais 

comumente abordados na literatura para predição de STs de consumo de eletricidade. 

Tratam-se dos datasets UCI-Household, Singapore, Tetouan-Zones, além do LABIC-

Building supracitado. Um ponto relevante que pode-se destacar é que os datasets 

possuem quatro padrões diferentes: residência, edificação pública, Cidade e País; ou 

seja, localidades, países e hábitos de consumo diferentes. De forma específica o 

dataset UCI-Household possui dados de consumo de uma residência em Paris na 

França (equipamentos domésticos); o dataset LABIC-Building possui dados de um 

Prédio universitário (salas de aula, auditórios, laboratórios, e etc.); o dataset Tetouan-
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Zones que possui dados relativos ao consumo de três zonas de uma estação da rede 

de distribuição da cidade de Tetouan em Marrocos (residências, empresas, e etc.); e 

o dataset Singapore que possui dados de demanda elétrica em larga escala de 

Singapura (residências, prédios, cidades, etc..., a nível de País). 

Assim sendo, neste trabalho, avaliou-se o desempenho estatístico de RNPs 

para implantação como módulo de predição ao sistema IoT EnergySaver. Para isso, 

inicialmente foram realizados estudos preliminares com a RNP LSTM visando analisar 

estatisticamente diferentes números de camadas (2, 4, 6, 8) utilizando VC-ST = 10 

para as STs de cada dataset, além de outros parâmetros foram testados e definidos 

empiricamente. Para esses testes foram usados os datasets UCI-Household e LABIC-

Building. Os resultados obtidos referente a média da métrica RMSE foram testados 

com Kruskal-Wallis, onde indicou que o desempenho foi semelhante para todas as 

camadas em todos os testes nos datasets. Assim sendo, escolheu-se a LSTM com 

duas camadas para realização de todos os testes posteriores.  

Os testes seguintes tiveram como objetivo comparar estatisticamente os 

resultados da LSTM com os algoritmos de AM XBoost e RF, nos mesmos datasets 

utilizados nos testes preliminares, com a mesma métrica, utilizando VC-ST = 10 para 

as STs de cada dataset. Apesar de observar a tendência de menos valores de RMSE 

médio e mediano da LSTM em relação ao XBoost e RF, para o dataset UCI-

Household, de acordo com o teste de Kruskal-Wallis não houve diferença 

estatisticamente significativa entre os modelos (Seção 5.3.1). Já para o dataset 

LABIC-Building, o resultado do teste de Kruskal-Wallis apontou que houve diferença 

estatisticamente significativa dos valores de RMSE médio e mediano entre a LSTM, 

XGBoost e RF (p < 0,0001), sendo necessário aplicar o teste post-hoc de Dunn que 

indicou que a LSTM superou estatisticamente os demais algoritmos (Seção 5.3.1). 

Conforme mencionado anteriormente, um dos objetivos dos testes iniciais foi 

avaliar desempenho estatístico de RNPs para implantação como módulo de predição 

ao sistema IoT EnergySaver. Assim sendo, após os resultados obtidos que apontaram 

que a LSTM obteve melhores resultados, utilizou-se esse modelo para ser usado 

como módulo acoplado ao sistema.  

No entanto, julgou-se necessária a realização novos testes entre a LSTM e 

outro modelo de AP, neste caso a rede neural BiLSTM, tendo em vista se tratar de 

uma variação da LSTM unidirecional, levando em consideração os resultados obtidos 

anteriormente mostraram melhores resultados da LSTM em comparação a algoritmos 
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de AM. Além disso, para os testes entre LSTM e BiLSTM, optou-se por utilizar dois 

novos datasets com padrões de consumo diferentes dos usados nos testes 

preliminares, neste caso os datasets Singapore e Tetouan-Zones. 

Assim sendo, realizou-se a comparação estatística entre os resultados da 

LSTM e BiLSTM nos quatro datasets, a partir da média obtida pela métrica NRMSE 

com VC-ST = 10, para as STs de cada dataset. O teste de Friedman apontou que 

houve diferença estatisticamente significativa entre as métricas de NRMSE (p= 

0,0455) para todos os datasets, tornando-se necessária a utilização do teste post hoc 

de Nemenyi, que por sua vez indicou que a BiLSTM superou estatisticamente a LSTM 

em todos os datasets.  

Com base nisso, levando-se em consideração os novos resultados obtidos que 

apontaram a BiLSTM sendo melhor estatisticamente que a LSTM, optou-se utilizar a 

BiLSTM no módulo de predição de STs para o sistema IoT EnergySaver. 

De modo geral, este estudo foi importante por possibilitar uma análise sobre 

predição de STs de consumo de energia elétrica com AP, visando realizar a 

comparação estatística a partir de quatro demandas diferentes (residência, edificação 

pública, Cidade e País), representadas por quatro datasets. Além disso, buscou-se 

destacar que um dos datasets utilizados (LABIC-Building) é fruto de trabalhos de 

pesquisadores do LABIC-UFOPA (descrito na Seção 4.4.2), cuja ST possui 

informações relevantes por se tratar de dados de consumo de um prédio localizado 

cidade da região amazônica brasileira, com características peculiares, podendo servir 

como base para novos estudos em várias áreas do conhecimento. Portanto, pode-se 

evidenciar que seu uso nos testes detalhados anteriormente, torna-se um dos 

principais diferenciais neste trabalho. 

Por fim, no âmbito deste trabalho, destaca-se também o uso dos métodos de 

predição baseados em RNP principalmente por lidarem com grandes quantidades de 

dados (big data), sendo o diferencial para outros modelos baseados em AM. No caso 

específico dos testes descritos anteriormente, os modelos de RNPs LSTM e BiLSTM 

apresentaram resultados estatisticamente superiores aos de AM, evidenciando a 

robustez dos modelos, principalmente a RNP BiLSTM. Também foram descritas 

algumas propostas para promoção do consumo eficiente de energia elétrica (Seção 

6.5), que, aliando essas ações a possibilidade de implantação de sistemas 

semelhantes ao EnergySaver, poderão surgir benefícios significativos para a 

sociedade em geral e principalmente para o meio ambiente. 
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7.1 Trabalhos Futuros 

 

Um dos principais valores de um trabalho de pesquisa como o desenvolvido 

nesta Tese é o aprofundamento sobre tema estudado, buscando agregar novos 

conhecimentos. Deste modo, para trabalhos futuros pretende-se: 

 Testar e validar o modelo Reservoir Computing (BIANCHI et al., 2020; 

MOON et al., 2019). Trata-se de um tipo de RNR que permite uma 

modelagem que não exige a necessidade de treinamento dos pesos da 

camada de entrada e nem dos pesos internos da rede (reservoir), apenas os 

pesos da camada de saída (readout) são treinados 

 Testar e validar o Transfer Learning (OTOVIĆ, 2022; WEISS et al., ,2016), 

que trata reutilização de um modelo pré-treinado para um novo problema, ou 

seja, explora o conhecimento adquirido em uma tarefa, por exemplo uma 

rede neural treinada em um determinado dataset, para melhorar a 

generalização em outro dataset, geralmente maior, visando resolver um 

novo problema. 

 Utilizar novos datasets com STs de consumo de energia elétrica usados por 

pesquisadores atualmente para predição. 
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APÊNDICE A – IMPLANTAÇÃO DE SISTEMAS COM IOT E AP 

 

Viabilidade e Direcionamentos para Implantação de sistemas de 

monitoramento semelhantes usando IoT e AP 

 

Conforme mencionado na Seção 3.9, existem iniciativas de órgãos 

governamentais que visam estimular a implementação e desenvolvimento de sistemas 

baseados em IoT, como por exemplo o Plano Nacional de Internet das Coisas do 

Governo Federal.  

É importante destacar que esse tipo de sistema pode ser viável e acessível 

para qualquer pessoa desenvolver, tendo em vista a utilização de equipamentos de 

baixo custo disponíveis no mercado, e que podem ser adquiridos em sites de vendas 

online. Os principais componentes usados para o desenvolvimento do EnergySaver, 

por exemplo, foram (mais detalhes em Da Silva et al., 2021). 

a) Multimedidor: instrumento digital microprocessado que foi desenvolvido para 

possibilitar o monitoramento da qualidade de energia trifásica. Neste sistema 

utilizou-se o multimedidor de grandezas elétricas MRI-TF92. 

b) Arduino com sensor de corrente elétrica: para aquisição de dados de 

consumo de equipamentos individualizados, utiliza-se este equipamento. O 

medidor de energia consiste basicamente em um sensor de corrente e um de 

tensão conectados a um circuito microprocessado, que no caso é o Arduino.  

c)  Raspberry Pi3: considerado um miniPC que tem o tamanho de um cartão. A 

sua placa é um computador barato, portátil e versátil, usado principalmente 

em projetos de programação, robótica e em iniciativas em geral com software 

e hardware livre. No EnergySaver esse equipamento foi usado para receber 

os dados de consumo de energia elétrica coletados pelo multimedidor. 

d) Mosquitto broker: baseado no protocolo MQTT que fornece um método leve 

de executar mensagens usando um modelo de publicação / assinatura de um 

equipamento para outro usando redes sem fio. 

e) MongoDB: é um banco de dados orientado a documentos (document 

database) no formato JSON, usado para armazenar os dados de consumo 

coletados pelo equipamento e recebidos pelo servidor. 

f) Flask micro-framework: é um micro-framework multiplataforma que provê 

um modelo simples para o desenvolvimento web, sendo bastante utilizado 
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para criação de microsserviços, como APIs RESTful. O FrontEnd do 

EnergySaver onde se pode realizar a criação de usuários, cadastro de 

sensores e apresentar os dados de consumo recebidos em tempo real, foi 

criado a partir deste framework. 

 

Todos esses equipamentos e softwares formam a base de funcionamento do 

sistema EnergySaver para coleta e exibição dos dados de consumo recebidos em 

tempo real, conforme Figura 50 a seguir:  

 

Figura 55: Gráfico de dados de consumo recebidos pelo EnergySaver em tempo real. 

 
Fonte: Elaboração própria, 2022. 

  

Observando a Figura 50, é importante destacar que no gráfico são exibidas as 

informações de consumo e os horários que esses dados foram recebidos, a fim de 

possibilitar ao usuário uma visão geral de como o equipamento monitorado está sendo 

utilizado. Caso o usuário queira fazer o download dos dados obtidos até o momento, 

basta clicar na opção ‘‘Download .csv’’ e baixa-los. Essa opção é muito importante 

pois a grande vantagem de um arquivo CSV (comma-separated-values) é a 

possibilidade de sua importação e exportação, em uma linguagem que vários 

aplicativos podem ler, tornando-se fundamental para transferência de informações 

entre diferentes aplicações. 

Detalhes sobre a implementação do sistema EnergySaver estão disponíveis 

em Da Silva et al. (2021b), onde os autores descrevem todos os passos para a 

instalação, configuração e utilização. Esse direcionamento é importante, pois 
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apresenta informações relevantes para o usuário, grupo de trabalho ou empresa, que 

tenha o objetivo de implantar um sistema parecido. 

De acordo com Fracari et al. (2015), as Informações obtidas pelo 

monitoramento de consumo acrescentam informações importantes que possibilitam 

ao consumidor gerenciar suas demandas de forma que gere menor custo na conta de 

energia. Por fim, é importante destacar que o monitoramento de consumo de energia 

elétrica facilita a gestão, e permite que sejam realizadas tomadas de decisão 

principalmente no que se refere à eficiência energética e à redução de custos.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 


